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Resumo

A escolha de caracteristicas de audio sempre foi um tema de bastante interesse entre 0s
especialistas em classificagcdo automaticaales que veem nessa etapa do processo a parte
talvez mais importante d@sforcs em resolver problemas de stificacdo E nesse sentido

gue surgem técnicas @eature Learningcom o intuito de conceber novas caracteristicas que

se adequem ao modelo de classificacadreflanto essas técnicas em geral independem de
dominio de conhecimento, podendo ser aplicadas nosdivaisos tipos de dadoSontudo
abordagenslependentes de dominiiferem um tipo de conhecimento restrito ao campo que

se estudaNesse sentido o audio constitui um cammmm possibilidade par&eature
Learning que utilize conhecimento especifico dessenpa Muitas sdo as técnicas que
procuram melhorar o desempenho da geracao de novas caracteristicas acusticas, dentre elas s
destaca aquela que utiliza algoritmos evolucionarios para explorar um espaco analitico de
funcdesEntretanto, os esforcos dispétab até entdo deixam espaco para melh@astuito

desse trabalho é propor e avaliar uma alternativa multiobjetivo para a exploracdo de
caracteristicas analiticas de auddém do meétodo, que por si ja contribui para o intuito,
foram organizadosexpermentos paravalidacdo do mesmo através da provacado de um
prototipo computacional que implementasse a solucdo propdstéim foi constatado a
efetividade do modelo e a garantia de que ainda h& espacos para melhora no segmento
escolhido.

Palavraschave: Classificacdo automatica de audifeature learning espaco analitico,
algoritmos evolucionarios, otimizacado multiobjetivo.



Abstract

To choice audio features has been a very interethieigne foraudio classificationexperts
They have seen that this process is probably the most important effort to solve the
classificationproblem.In this sense, surge techniquesrFefture Learningor generate new
featuresmore suitable for classification model than conventional featidesever, these
techniques generally do not depend on knowledge domaithaypdan appy in various types
of raw data.However,less agnostic approachiesarna type of knowledge restricted to the
area studdedrhe audio data requires a speckimowledgetype There are many techniques
that seek to improve the performance of the new generation of acoustic ehstiast among
which stands the technique that weslutionaryalgorithmsto explore analytical space of
function.However, the efforts madeave opportunitiesor improvementThe purpose of this
work is to propose and evaluate a mualbjective alternative to the exploitation of analytical
characteristics of audidn addition,experiments were arranged to be validatesl method,
with the help a computational prototype that implemented the proposed solftemit was
found the effectiveness of the model and ensuring that there isopplbrtunity for
improvement in the chosen segment.

Key-words Automatic audio dssification, feature learning, analytical space, evolutionary
algorithms, multiobjective optimization.
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1. Introducao

Classificagdo Automatica de Audio (CAA) é um tema de grande interesse para
pesqusadores e profissionais do ssntode Recuperagao de Informacdo Musiddusgical
Information Retrievali MIR). Devido a sua relevancia muitos sdo os desafios que surgem
decorrentes da exigéncia cada vez maior de melhores resulfatiefa evolve muitos
conceitos no segento de inteligéncia computacional, como aprendizado de maquina,
reconhecimento de aadrdes, feature learning otimizacdo, além de outra gama de
conhecimentos especificos: processamento de sinais aclstitdbutosde audio Nesse
contexto, recebe uma grande importancia a atividade de busca de boas caracteristicas de

audio.

1.1. Motivacao

Devido a complexidade ques problemas reais de CAA podem temuitas vezes o
processo de concepcdo de caracteristicas acusticas-s¢or@atesanal, demandando
conhecimento especializado tempo de projetoConsequentemente abordagens analiticas
gue automatiza a geracdo de novas caracteristicas, vem se mostrandospooas, pois
dispensan conhecimento de especialista, s@&calaveis/menos custosas, além de serem

adaptaveis para o reuso em distintos problemas de classificacao.

No geral, técnicas deeature LearnindBENGIO, 2013 sdo primeiamente pensadas,
justamentepor ndo dependerem d&ormacdes especificas do dominio de conhecimento do
problema sendo Uteis nos mais diverscamposcoma processamento de imagens, edd
sensoresgtc. Entretantoo audio possui particulalades as gus abrem caminho pa@utras

alternativasNisso inferese que gsquisas envolvendm dominiode conhecimentda CAA



podem obter ganhos relevantes no tocante ao desempenlassificacao, facilidade de uso,

tempo de proj® ouexecucao.

Com o uso de computacdo evolucionaria-samconseguido melhoras significativas
em abordages de dominio especifico, comoExtractor Discovery SysteffiEDS), proposto
por Pache{(2003) que utilizaprogramacao genétigaara explorar um espaco analitico de
fungcbes e encontrar novas caractedst de 4udio. A técnicae propde aevoluir
caracteristicasindividuamente e retorna o conjunto daquelas exploradgela busca.
Entrdanto essaabordagem, apesalla evolucdoao longo dos anoseguintes ao seu
langcamentdPACHET; ROY, 2007, 2009gncontraseestagnadaPossivelmentesso se deve
as alternativas recentes que vem ganhando espaco, ac8la®p Learningque em sido
cada vez mais aplicado em problemas de WEROU; LERCH, 2015) O Deep Learning
possui a qualidadde aprendizado de caracteristicapode ser entendida no contexto desse
trabalho como uma solucdo &eature Learning Ele apresentase como uma opc¢acaixa
preta e, portanto, nem sempre é possivel extrair conclusdées das caracteristicas apedadidas
técnica Visando conceber caracteristicas acusticas inteligiggstificamos no EDS
oportunidade demelhorias uma das quaignvolve o0 uso de algoritmogvolucionarios
multiobjetivo e que podem restaurar o carater inovador da saluQéorre quealguns
problemas de CAA requereen minimizacaoexclusivados falsos positivos ou negativos da
matriz de confusdo. Osétodosde algoritmos genéticos simplesomoo EDS, ndo atendem
a essa necessidadeor esses metodos objetivo s6 pode ser alcancado por um efeito
colateral, em que a soluc@bdtém boa acuacia e consequentemente minimiza erias
acreditamos quessa particularidadeode ser tratadde forma maigestrita. Além do mais, o
processo do EDS envolwduas etapas no tocante a escolha de caracteristicas, a saber, a

otimizacaode caracteristicas de audio e a selecgoe&las mais relevantes.

A utilizacdo de algoritmosultiobjetivo ocasiona ndoésuma melhor adequag a
tipo de problemacima citadpcomo também abre a possibilidade de simplificar o processo
de escolha de caracteristicas, fazendo simultaneamente o que o EDS faz em duas etapas.

A falta de solucdes abertas desse tipnstitui um outranotivador para este trabalho

O EDS é um sistema proprietario.



1.2.  Objetivos

Visando uma abordagem menos agnospeasamos enuma melhoria na busca
analitica de novas caracteristicas de audio que wus8kzalgoitmos evolucionarios
multiobjetivo. Disso foioriginadaa segui nt e q u ek possivel rdethorgn @ s q u i
desempenho de um conjunto de caracteristicas de audio utilizado em atividades de CAA
através da otimizacdo multiobjetivo das caracteristicas desse corguAtird de responder

essa questao,direcionamentalapesquisae resunu aos objetivos apresentados a seguir.

1.2.1. Geral

Analisar o poder de algoritmosvolucionarios multiobjetivo na concepcédo de
caracteristicas analiticas de audio

1.2.2. Especificos

O«

Analisar a técnica de classificacdo de audio processo de aprendizado de
caracteristicgsno que tange a utilizacdo de algoritmos genétimEntificando
limitagGese oportunidade de melhorias

¢

Contribuir com o entendimento do processo damposicdo analitica de
caracteristicas de audéoda complexidade dsspaco analiticque as contém

0 Propor uma estratégia de otimizacdo de caracteristicas num processo de
classificacdo automatica de &udio, que utilize algoritmos evolucionarios

multiobjetivo glicados num espaco analitico

1.3. Contribuicoes

Uma vez que na literatura ndo ha proposta que envolva a construcdo de caracteristicas
analticaspelo métodadotado por este trabalh® que ao mesmo tempo utilizasse algoritmos
multiobjetivo, foi necessario desenvolver um protoétipo que incorporasse a solucdo proposta.
Através das comparacdes com a técmoaoobjetivoe com uma técnica deature learning
independente de dominipudemosconfirma nossa hipotese inicial de que é possivegiobt
melhores resultados com a abordageoposta por este trabalho



Realizouse experimentos com duas bases de dados para problemas reais distintos:
reconhecimento de disparo de arma de fogieetificacdode nasalidadegroi constatado que
0 uso de otimizacamultiobjetivo de caracteristicas de audio pode melhorar a acuracia do
modelo de classificacdo, além de se adeguelhor as necessidades especificas de alguns

problemas

1.4. Organizacdodo Documento

ApGs o presente capitulseguese mais cinco capitulos, com o intuito de apresentar
sistematicamente o resultado da pesquisa realizati#e sédo enfatizads o problema, a

solucéo proposta os métodos dealidacdo da mesma.

No Capitulo2 o contexto e a complexidade do problema sdo abordados, assim como

sdo detalhados os requis esperados de uma possivel solucao.

O Capitulo 3compreende o referencial tedrico sobre o qual este trabalho se sustentou
e tambémo estado daarte das proposta de solu@@o. Aqui sdo apresentadas algumas

ferramentas, como a ja citada EDS, seus métodos empregados, tecnologias e processos.

No Capitulo4 a solucéo proposta € apresentada, frisando o seu diferemcralacao
ao estado da arteeualgoritmo global, bem como a arquitetura e os detalhes de execucao do

protétipo construido.

A solucéo logo é validada rapitulo 5através da realizacdo de dois experimentos
envolvendo problemas de classificacdo de audio reais. E exposta a analigatiyaadts
dados obtidos e bussa consolidar os resultados verificando a adequacdo com o objetivo

inicial e a adequacao aos requisitos esperados.

Por fim o trabalho é concluido r@apitulo 6 ondeas principais contribuicbes séo

sintetizadas e as lacundsixadas e oportunidades para trabalhos futuros sdo expostos.



2. Descricao do Problema

Com a popularizagdo cada vez maior g&sologias de 4udio digital, a quantidaide
possibilidades de aplicacdes que demandam QBlAssificagdo Automatica de Audjo)a
indUstria e na vida cotidiana das pessoas, acaba aumentando significativamente e, portanto,

melhorias nas solucdes existentes sempre sdo esperadas.

2.1. O Contexto

Sabese que a estha de boas caracteristicasdeterminante para a eficiéncia de
atividadesde classifica@o, uma vez quedelimitan de modo razével cada classe do
problema(MCKAY, 2005, (YASLAN, 2006) Entretanto nem sempre € facil determinar
guais caracteristicas sdo as mais adequadagesizer determinado problemaper isso
estratégias de concepcdo de novas caracteristicas sdo imporfaates. disso surge o
interesse nas técnicas de aprendizado de caracteri@feasre Learninyy como: PCA
(Principal Components Analy3i$BURKA, 2010, ICA (IndependenComponents Analygis
(ERONEN, 2003)e Deep Learning(HUMPHREY et al. 202), dentre outrasFeature
Learning também é importante na reducdo do custo de medicdo e do risco de sobreajuste
(overfitting), uma vez qu@odereduir a dimenéo do espaco dmracteristicagapacitadoo
mecanismode classificacdo generalizabservacéesE, portanto,um procedimento que

melhora ndo somente os resultados como também os custos da classificagéo.

Entretanto € de nosso interesse que, além de prover bons resultados, a busca de boas
caracteristicas seja inteligivel, de tal maneira que as caracteristicas resultantes do processo
tenham significado para o profissional da area. Apesar das alternatiFeatdee Learning
acima citadas serem efetivas, também sao genéricas quanto ao dominio de cortheaiment

gue podemser aplicadas. Além de algumasrem caixgreta, sendo contrarigsd Nosso



interesseVisamos uma solucamenos agnostica e inteligivgue possibilite dessa forma

uma interpretacao para os estudiosos.

E nesse contexto que surgeécnicasde aprendizado de caracteristiespecifias
para o audipcomo a exploracdo automatica do espaco analitico de caracterigtiGascas
(Secédo 3.3.1)nesta linha se destacaEDS (Extractor Discovery SystoniPACHET; ROY,
2009 com seu método de geracdo de novos atribatogvés do uso de computacao

evolucionaria

2.2. O Problema

Saotrésos problemague envolvem CA que desejamos abordaesse trabalhao
tocante a selecate caracteristicas. Sao elasteressidade de encontrenvascaracteristicas;
a dificuldade na concepcdo das mesmas gossibilidadede melhora da técnica de

Computacéo Evolucionaria como método de solucao desdasmpes.

A necessidade de encontrar novas caracteristicas de audio se deve a situacdo de que
aquelas conhecidas (por ekast Fourier Transformi FFT, Mel Frequency Cepstral
Coefficienti MFCC, Zero Crossing Root Main Squard RMS, etc.) muitas vezesnéao
resolvem satisfatoriamenteroblema de classificacaaestritos sendo necessério, porém
custoso, conceber manualmente caracterisiicasticagjue se adequemmelhor a natureza
do problemaNessaconcepca@rtesanahdo ha garantia de se chegar a solugaasfatorias
E ainda que se cheg@eboas caracteristicas, dificiimente essas poderdo ser utilizadas em
outro problema de classificagéo, uma vez que cada problema possui suas classes particulares.
Dai a necessidade de um método automatico e ragigd ssa encontrar es|as

caracteristicas

A principal dificuldade envolve a infinitude do espaco de busca, qudafaplucéo
otima ilimitada, sendo assima concepcao de caracterisi@inviavel por buscaxaustiva
No final a tarefagpode se resumi em umprocesso @ tentativa e errocainda que se utilize
métodos exatos computaciondisnesse sentido qudgoritmosevolucionariose apresentam

como uma boa opc¢ao para aproximacao da solucao, @iagas aua natureza heuristic

Além das probleméticaanteriorespartese da hipotese de que também é possivel
melhorar a eficiéncia na resolucdo de problemas de classifiqagisnueratravés da busca

heuristica de novas caracteristidaso porque, dado um problema de classificacdo de audio,



sendo o espacde buscainfinito, é hipoteticamente possiyehté certo pontoencontrar
melhores caracteristicas do queatisgais(PACHET; ROY, 2007)Essa hipoétese, por sua vez
foi sendo validada nos trabalhos referentes ao EIXBRAL et al, 2005), (PAEGET; ZILS,
2003), (PACHET; ROY, 2007)

Contudoimplementacdes comoBDS séo passiveis de melhora, uma vez que apenas
utilizam otimiza@o moneobjetivo € pelo que consta na literaturggrecem de uma forma

objetivade tratar certas especificidadgeproblanas de classificagao.

Muitas vezes em uma atividade de CAA nao se esta apenas interessado em melhorar a
acuracia do método utilizado, mas resolver o problema de tal modo que determinadas
condicbes sejam satisfeitas. A nao satisfacdo dessas congliodes até desencadear
consequéncias graves, dependendo da aplicacdo (ARAUJO, 2014). Tomemos como exemplo
um sistema de monitoramento de saulde: o sistema pode até errar em emitir um alarme falso
sobre a situacdo de um paciente, mas, dependendo do que swmst@ando, ndo pode
deixar de emitir o alarme verdadeiro na ocorréncia de algum evento anormal. Sendo assim, a
taxa de acertdo sistema, em si mesma, ndo é o principal aspecto a ser melhorado. Nesse caso
a otimizacdo deve ser direcionada a diminuieoss relacionados aos alarmes verdadeiros.
Portanto as caramtisticas que devemmergir do processo de aprendizado devem ser capazes
de definir com precisdo o0s eventosticds do problema satisfazendoos requisitos
demandads.

Além do maisa abordagem do EDS necessita de um processo complementar. Ao final
dabuscase tem um numero consideravel de caracteristicasaMeda € necessario selecionar
aguelas que sate fato relevantes para a solucdo de um problBassa forma, métodos de
sele@o ainda séo exigidoBlumaestratégiaonde se buscavoluir o conjunto e ndo somente
uma caracteristica em particylaao final do processo ja senteo melhor conjunto de

caracteristicas, isentande da necessidade de métodos de selecantipdigacao.

Algoritmos evolucionarios multiobjetivo apresentaen como boa alternativa para

essas questbes



2.3.

Solucéo Esperada

Esperanos que uma solucdo encontre, em tempo viavel, um conjunto de

caracteristicas que possam representar os dados de uma tarefa de classificacdo automatica

através do emprego de técnicas de computagao evoluciondtiabjetivo.

Dentreoutroscritérios desatsfacdoa serem perseguidos para a solu¢do desenvplvida

seguenos seguintes:

Corretude. Atividades de classificacdo devem ser o tanto quanto possivel isentas de
erros. A estratégia de otimizar caracteristicas deve influenciar na melhora
acuraciado clasificador,

Adequacéo. A solucdo esperada deve levar em conta as possiveis especificidades de
determinadoproblemasfacilitando osmeios de satisfazer as restricbes de cexla

deles

Disponibilidade de cddigo. Sendo um tema bastante relevante € importante que as
solugbessejam abertas para novas contribuicdes diminuindo os custos e esforgos;
Reusabilidade e escalabilidade da técnica em distintos problemas de CAA. Embora
nao seja comunreutilizar as caracteristicas de audio de um problema de
classificacdo particular, a técnica para encelasadeve ser adaptavel a quadr

tipo e tamanho de problema;

Economia de conhecimento especializad®iferentemente da fase de
implementacdo, em que € necessario conhecer a natureza das caracteristicas de
audio, na fase de execucao seria importhateer irdependénciale conhecimento
especializado para tornar a solucédo mais acessivekawdvedoresaltecnologias

inteligentede 4udio

Uma vez conhecido o problema e elencados os critérios da sohegianu-se

pesquisa a fim deencontrarsolugdes esaberquais criérios atendim. Constatamos a

ineficacia do estado da arte e propusemosalteenativa que contemplasse esses crit@mnos

sua totalidadeNos capitulos a seguir sdo apresentados o estado da arte, a solugédo proposta e a

validagéo da mesma.



3. Estado da arte

Este capitulo apresenta os fundamentos te6goeslvidos no problemde geracao
automatica de caracteristicasaliticasde audio. Também apresenta o que existe de solucao
dentro do escopo da pesquisa: métodos de computacdo evolucionaria para &xpmlorac

espacanalitio de fungdescusticas

3.1. Aprendizado de Maquina

Aprendizado demaquina € o nome que se dat@cnicas computacionais utilizadas
para reconhecer padrées, corrigir erros, fazer inferéncia e generalizaitdeds do
aprendizado automaticitchell (apud FACELI et al., 2011, p. 3) define o aprendizado de
m8 g ui n aacapacdade de melhorar o desempenho na realizagéo de alguma tarefa por
meio daexperiéncia Russelle Norvig (2013 p. 605 dizem ainda que fAu
aprendendo se melhorar o seu desempenho nas tarefas futuras de aprendizafererapds

observa-»es sobre o mundoo.

O Aprendizado de Maquina tem sido um tedeegrandeinteresse nas pesquisas de
Inteligéncia Artificial, devido &asta gama de aplicagfes qusubbcampgossui.Robotica,
mercado financeiro, tratamento deaigensgclassificacdo automaticajegos sdo algumas das
aplicacdes conhecidas do aprendizado de magamaupor que o proposito da computacéo
esta em auxiliar atividades humanas, € natural pensar em um computador que aprenda, pois, 0
aprendizado é uma atividaiemana das mais notaveis. A medida geevan¢ao campo

cada vez maia maquinase torna util ao homem.

A técnica sugere que a partir de um conjunto de dados a mfmpssaaprender 0s
padrées existentes acemasseslados, de moda descrever algurmonceito de sua realidade
(Figura 1)
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Figural: Esquema de aprendizado de maquina (KUBAT et al., 1998)

Uma forma de aprendizado d@empla aplicabilidade consisieem, partindo de um

conjunto de pares de entrada e saagaender uma nova funcéo que prevé a saida para novas

entradas (RUSSELL; NORVIG, 2013)

E o chamado método de aprendizado indutivo, baseado no principio de que se for

encontrada uma funcdo capaz de mapear corretamente um grande conjunto de dados

de treinanento, entdo ela também mapeara corretamente dados ndo observados

anteriormente, generalizando através da experiéncia adquirida (COPPIN, 2012, p.

236 apudARAUJO, 2014, p. 11)

Partindo de uma perspectiva de classificagdo automaticenidica a técnicaé

utilizada para aprender mapeamentos de dados musicais que podem ser utilizados para

classificar o audio(MCKAY, 2010). A literatura normalmente refese as unidades

classificadas como exemplos, amostras, instancias ou vetores de caracteristicas, ja as

categgorias nas quais essas unidades séo classificadas séo eshgpratlas de classesas

relacdeentre essagodem ser descritas atésvde ontologias de classes (MCKAY, 2010).

O processo de classificagdo requer primeiramexteacdo decaracteristicaglas

instanciasa serem classificadas\s caracteristicasdo informacdes descritivado tipo

numerico ou nominatjue palem ser extraidade cada instancide audioe, em seguida,

utilizadas num algoritmo de classificacumararealizacdo do mapeamentdlgumas vezes

essas caracteristicas sao chamadas de atributos, variaveis ou entradas.

3.1.1. Paradigmas de Aprendizado de Maquina

O aprendizado indutivo do qualos referimos nessa secfode ser didido em

supervisionado ou nasupervisionaddFigura 2) E no seqientodo primeiro que tarefas de

classificacdo automatica estéo situadas
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Aprendizado
Indutivo

Aprendizado
nao
Supervisionado

Aprendizado
Supervisionado

Classificacao Regressao

Figura2: Hierarquia do Aprendizado de Maquina (MONARD; BARANAUSKAS, 2003)

No aprendizado supervisiongdomaquina aprende através de uma base de exemplos
anotadas e, ja sabendo a classe de cada um, infere o padrdo corresposdesttaase® €
capaz de realizar tarefas de classificagdo ou regresgie novos exemplg®ONARD;
BARANAUSKAS, 2003) Ha diversos classificadores que atuam sob este paradigma, alguns
deles, como as redes neur@sdforward aprendentom aretrgpropagado doerro, ou seja,
0s pesos dos sB6sdo ajustados de acordo com a diferenca entre o resultado obtido na
classificacaae orotulo previamente conhecidie cadanstanciaaté haver uma convergéngcia
tornando o ajuste irrisérjauma vez que o erro para de variar significativam@i@eKAY,

2010)

. 4 Ockegh
Supervised | .o

Learni ng & Unknown (Ockeghem)

0 Unknown (Josquin)

Figura3: Exemplo de aprendizado supervisionado (MCKAR¥10, p. 287).
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Na Figura 3 drias caracteristicas sdo projetadas em duas dimens@es para facilitar a
visualizacdo. Neste exemplo o modelo é treinado com instancias rotuladas de composicdes
dos musicos Johannes Ockeghenlosquin Desprezem seguida lhesédo oferecidas seis
novas instancias nao rotuladas, as quais o modelo j4 treinado infere que trés delas sdo

composicdes de Ockeghem e as outras trés de Josquin.

No aprendizado nasupervisionado a maquina aprende conceitos a partir de exemplos
sem gue esseestejam anotadoEla procura inferir se esse conjunto de exemplos pode ser
agrupado de algum modo, formandtusters (MONARD; BARANAUSKAS, 2003) O
treinamento de um modelo ndapervisionado consiste na tarefa de infeara quais valores
de caracteristicas fazem uma instancia pertencente a um determlinstéo Cadacluster
pode ser interpretado como uma classe, contudo ndo ha garantia de que esse auto aprendizade

de classes seja util ou possua significamodominioespecifico§MCKAY, 2010, p.285).

. x Composer 1
UnSUperVISQd 4 Composer 2
= ® Composer 3

Learnl ng © Composer 4

Figura4: Exemplo de aprendizado ndapervisionado (MCKAY, 2010, p. 288).

A Figura4 ilustra ummodeloqueé treinado condlezesseipecas musicais sem rétulo
e as separa em quatro grupaseado nas similaridades e diferencas entre elas. Espgua

cada grupo deva corresponder a um compositor
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3.1.2. Classificadores

Um componente fundamental na classificagcdo sao os algoritmos classificadeess.

algoritmos sao hase para a criagdo de modelos de classificagdo treinados

Existe uma variedadele algoritmos declassificg&gdq que utilizam de diferentes
abordagens, seja simbodlica, estatistica, baseada em instancias, conexionista ou evolucionista
(MONARD; BARANAUSKAS, 2003 apud ARAUJO, 2014, p. 16Arvores de decisdo,
redes neurais artificiais, SVMK-NN (RUSSELL; NORVIG, 2013)sdo alguns dos
classificadores mais disseminad@ada qual, procura resolver o problema do aprendizado de
um modo diferenciaddO k-NN (k nearest neighbr por exemplo é usado para quando 0s
valores de classificacio sdo discretos (ARAUJO, 2@ldksificaum novo exemplo através
do célculo da distancia entre séu&  Pvizihhos mais proximos. Dependendo do vetor de
caracteristicasssa distancia pode ser a EuclidianaHdeming, etc. (RUSSELL; NORVIG,
2013).De acordo com o valor de um limite de deciséo é estabelecido e determinard em que

classeo novo exemplo estara contido.

E perceptivel aqui que quanto maior a quantidadeadacteristicas, mais complexo e
custoso tornae o problema, ao mesmo tempo, uma quantidade pequena de caracteristicas
pode ndo carregar a quantidade de informacéo necesséria para a classificacdo. Seja como for,
em geral os algoritmos classificadores aprdgam esse mesmo comportamento e tem na

selecdo de caracteristicas um gargalo que pode comprometer ou resolver todo o processo.

Apos o treinamento de um modelo € importante que se busque um meio de validar a
gualidade,pois 0 baixo erro ndo € um indicadseguroa respeito do quao bem o modelo
treinado faz generalizac6ds novos exemplo®or isso € comum reservar entre 10% a 20%

das amostras de treinamento para fazer validacdo (MCKAY, 2010).

A validacdo cruzadacfossvalidation) € um método conhecido para avaliar a
performance do classificador. Consiste em dividir o conjunto das amostras conhecidas,
comumente chamadas deoundtruth, em x partes iguaisA validacdo consiste em fazer
iteracbes de treinamento e valilag ondecada partedividida constituia amostra de
validagdo em algumaterago (fold) e as demais servirdo para o treiname&osempre
relativo determinar qual melhorvalor dex, dependamuito da quantidade dgoundtruth e
do poder computacional que se dispde. Em geral o nimdmddevaria entre cing e trinta
(MCKAY, 2010, p. 293).
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Ainda existen algumas variantes dorossvalidation, podemos citar dentre elas a
leaveoneout que fazk = n paragroundtruth pequenos (tamanha), bootstrapping5 x 2
(MCKAY, 2010). Também existem outros métodos de validacdo de modelos de classificacéo
gue podem ser encontrados na literagiePAYDIN, 2014).

Ao se executar uma classificac@®@mse como resultadormatriz de confusao, que é
uma tabelan x n(n = nimero de classpgjue dispdede todos os resultados da execucao

confrontados com o seu valor real.

Cnl -+ - - Co

— =

Figura5: Definicdo da matriz de confusdo (CORREA, 2012)

Cada valorcj da matriz corresponde ao numero de amostras da c¢lasssificadas
como sendo da clasgelsso implica dizer que a diagonal € constituida dos elementos que

representam uma classificacao correta.

Para ilustrar melhor esse conceito, tomemos um problerckasisificacdo binaria com
classedA e B. A matriz de confusdé constituida dos exemplos classificados c@xeoque de
fato s&0A (verdadeiros positivos VP), dos exemplos classificados coB@ que de fato sao
B (verdadeiros negativds VN), além dos exemplos que sAanas que foram classificados
comoB (falsos negativos FN) e dos exemplos que sBe que foram classificados como
(falsos positivos FP). A Figura6 ilustra uma matriz de confusdo, onde as linhas significam
os exemplos ersua class exata e as colunas, o resultado da classificagéo.

CONFUSTOM MATRIX:
a b £-- classified as

726 224 | = PISTOLA
214 736 | FOGOS

Figura6: Matriz de confuséo para 950 instancias de arma de fogo e 950 instancias de fogos de
artificio. Fonte: OAutor.
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O conceito de matriz de confusdo pernmitss conceber algumas métricas para avaliar
0 poder discriminatério dam dado modelo de classificacdo, dentre as quaigpttésm ser

destacadascuracia, sensibilidade e especificidade.

A Acuracia é a medida obtida pedaguinteequacédo, onde VP, VN, FP e FN sdo os
elementos da matriz de confuséo, e descreve a probabitidesteacertar na classificacao

O & QO (Eq. 1)

A Sensibilidade descreve a probabilidade de um legitimo verdadeiro positivo ser

classificado como verdadeiro positivo e € a obtida pela seguinte equacao:
YQE i QO QI-M Q0N (Eq. 2)

A especificidade descreve a probabilidade de um legitimo verdadeiro negativo ser

classificado como verdadeiro negativo, sendo obtida pela seguinte equacao:

Of 1 QOQUUERHQQ (Eg. 3)

3.1.3. Selecéo de Caacteristicas

E o segnento do Aprendizado de Maquina que desperta bastante interesse da
comuni dade de MIR por ser fAa parte mai s | mg
FUJINAGA, 2005, p.2).

A motivacao paraa selecdo de caracteristicesta nofato de que a quantidade de
caracteristicas afeta diretamente o desempenho do classificador. Quanto maior o numero de
caracteristicas, maiores o custo computacional e a dificuldade de entender o problema.
Somado a isso esta também o fato de algumas oadsticeess ndo agregarem valor
discriminatério (capacidade de distinguir entre classes) ou até mesmo prejudicarem o
treinamento de um novo modelo. Baseado nisso, é esperado que se encontre o0 menor conjunto
possivel de caracteristicas sem que se perca qimlida informacdo discriminatéria. E
chamada de entropia o ganho de informacao.

Apesar da importancia da questéo, a selecdo de caracteristicas € muitas vezes realizada
de forma empirica ou subjetiva, dai a importancia de técnicas que assegurem uma boa

escdha.
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Existem dois modos de realizar a selecao: através de filtros, onde ndo se usa a
informacé&o do classificador e atravéswtteppers(BLUM ; LANGLEY, 1997),onde se usa a
resposta do classificador para selecionar o atributo.

No que se refe ao algoritmode seledo, € comum encontrar duas alternativas,
forward ou backward A primeira consiste em iniciar sem nenhum atributo o conjunto final e
adiciona um a um cada atribut@ medida que se avalia o conjuntmaseado em algum
critério. A segundalternativaconsiste em iniciar o conjunto final com todos os atributos e
eliminar atributos até que se chegue a uma céandie paraddNo entanto, @olucdo que este
trabalho propbeé diferenciada,ao fazer uma buscaidirecional, mesclado as duas
estratégias.

A seguir sdosuscintamenteapresentados dois tipicos métodos de selecdo de

caracteristicas, suas vantagens e desvantagens:

3.1.3.1. Busca Exaustiva

A classica busca exaustiva consiste em computar todas as possibilidades de
combinacdo entre as caracteristicas de um conjunto, essa técnica tanto pode ser na direcao
forward quanto backward desde queo critério de parada seja andise de todas as
possibilidades garantindo a selecdo deulconjunto étimoaplicado aquele conjunto de
caracteristicas analisadblo entanto essa estratégi@am acompanhada de uma enorme
desvantagemO tempo de buscaresce exponencialmente a medida que o conjunto de
caracteristicas aumta. Isto implica dizer que, para alguns tamanhos de conjunto, a busca

exaustiva tornae inviavel.

Na pratica a busca exaustiva é utilizada para grupos de atributos muito pequenos, o
gue restringe muito sua apliéa O jMIR, software que também realigkassificacdo no
contexto de informacdo musical, realiza busca exaustiva para até seis caracteristicas, por
exemplo (MCKAY, 2010)

3.1.3.2. Busca Genética

Visando sanar as desvantagens de métodos de busca esabstiease heuristicas
gue possibilitem aproximase de uma solucdo Otimeam tempo viavel Uma dessas
alternativas € a busgenéticaSIEDLECKI; SKLANSKY, 1989) Ela inspie-se nateoria da
evolucao biolégicgpara gerar individuos (subconjunto de caracteristicas} que podem

servir de solucéo parapvoblema



17

Um candidato a solu¢cdo na busca genética é representado como um vetor booleano
com tamanlo igual ao doconjunto de atributos, onde cada espaco corresponde a uma
caracteristicadesse conjuntoOs espacosio vetor podemcone r i0idd@ando que a
caracter2stica deWViedicandorques earactaristicardevel ser,descartadad 0 6
Assim, partindo de um conjuntde solu¢des candidatas, apism um algoritmo genético
(EINBEN, 2003, a fim de melhorar esse conjunto de solug@eslidatas.

A busca genética tem a vantagem de ser viavel em termos de tempo, mesmo néo
encontrando a solucdo Otima, consegue aproxsmdrastante dela, sendo satisfatoria. No
entanto, esta limitada ao conjunto inicial de caracteristicas, e ndo consegue conceinea nenh
nova, como faz os métodos fimture learning muitas vezes necessarigara uma gama de

problemas

3.2. Feature Learning

Feature Learningu Representation Learning o nome dado para designar o conjunto
de técnicas computacionais que concebem novas edstices para representacdo
computacional de dados brutos (BENGIO, 2013). A motivacdo pfeatare learningse da
porque dados reais, tais como imagem, video, muasica ou sensores, muitas vezes sao
redundantes, complexos e altamente variaveis. Comordgd@mente, € comum projed-
hocde novas caracteristicas para representar bem esses dados, contudo a dificuldade de reusc

e 0s custos envolvidos motivam a busca pelas alternativas computacionais.

Existem dois tipos déeature learning o supervisionado e o n&opervisionado, e
podem ser entendidos de maneira puramente similar aos conceitos de aprendizado de
maquina. O aprendizado de caracteristicas supervisionado gera novos atributos a partir de
uma base delados anotada, enquanto grendizado n&sgupervisionado ignora que a base
esteja anotada. Dentre os métodos do primeiro tipo podemos citarLlibgai Discriminant
Analysid (CORREA, 2012) e as redes neurais. Dos métodosudervisionados enconise
o PCA @rincipal Component Aalysi§ (CORREA, 2012) e ICAladependent Component
Analysig (HYVARINEN, 2000) Ha também aquelas técnicas inspiradafeep Learning
como as maquinas de Boltzmann restri@ATES, 2010)que paem ser vistas ncontexto
do aprendizado de caracteristicastretanto ®eep Learningg um conceit@brangente que
estamaisrelacionado a arquitetura delugges de~eature Learningutilizando redes neurais

artificiais com mdultiplas camadas (dadleep) na representacdo ddados
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3.2.1. Analise de Componentes Principais

Devido a ampla utilizacdo em MIRa Analise de Componentes Principais (PCA)
merece uma atencdo particular (MCKAY, 2010). A técnica aprende novas caracteristicas,
através da aplicacdo de transformacfes geométricaspago de caracteristicas, que resultam

combinac@es lineares das caracteristicas originais (CORREA, 2012).

PCA também é interessante por reduzir a dimensionalidade do problema. Consiste em
fazer um mapeamento entre o espaco de original de caractedstidasensaa e um novo
espaco de dimensdqg ondek < d. Essas dimensbes do novo espago sdo chamadas de
componentes principais. Uma vez ranqueados de acordo com a sua variancia, oS componentes
com menor variancia (representam poucos dados na projegamvacespaco), podem ser
descartados semmuita perda de informacédo, tornando a dimensédo do problema menor. A
reducdo de dimensionalidade acontece devido a possibilidade de as variaveis do espaco
original estarem linearmente correlacionadas, ja que os camiasn principais do novo

espacgo nao estao.

Informacdes complementares sobre a andlise de componentes principais podem ser
encontradas em Costa (2001) e Duda (2012).

3.3. Classificacao de audio

Em aplicacbes que demandam inteligéncia na manipulacédo de audio digital, CAA tem
sido amplamente utilizada. Acigura 7 apresenta uma ontologia dos subproblemas e

respectivas aplicacdes na area.

As aplicacbesdoabrangates e causam impacto em uma variedade de areas como
telecomunicagdes, segurancga, saude, biologia, musica, dentre outras. Essas aplicacbes
abrangem a deteccdo de atividade vocal (SOHN et al.,, 189@)nhecimento de fala
(VARILE; ZAMPOLLI, 1997), deteccaode idioma (MUTHUSAMY et al., 1994)
identificacdo de usuério por vgeIPPMANN, 1989, reconhecimento de emoc¢d@geNON,

2003) monitomamento de saude (cordas voceéspiracaoetc.), localizacdo de fontes sonoras
(GUO, 2005) deteccao de pestédBOTAMITIS, 2006) taxonomia biologicaLEE et al.,
2008, comunicacdo com animais, audio monitoramegmmnhecimento de eventos sonoros,
como choro de criancéSAHA et al., 2013 e uma gama de aplicagcbes musicalsstas

Ultimas sdo promissoras por causa gaantidade cada vez maior de conteddo musical
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produzido e compartilhado. Bonadramse nessas aplicacbes reconhecimento de estilos
musicais (GOLUB, 2000, reconhecimento de cancdes, reconhecimento e modelagem de
estilos de composicdo e de compositoretectdo de instrumentdEGGINK; BROWN,

2003) separagao de fontes sonoras, transcricdo musical (acordes, notas, ritmos, ataques,
andamento, tonalidadeXLAPURI, 2007) entre outragPOTAMITIS, 2008)

( Sound D)
| .
Source Bioacoustic ) 4 Inanimate )]
________ | |
Origin  (_Human origin Non-human origin (__Machine ) (Musical instruments) (__ Natural )

. VAD Environmental| Biological ™ Health Genre Environment
Applications diversity taxonomy assesment recognition monitoring
La;g:]:cg:e! monitoring Eommon Object Song Svant
recognition Species name recognition recognition recognition
tracking & Phylum
Speech localization Object tracking
recognition (_Class ) & localization recognition

Reani Pest detection ( Performer
recognition recognition
Instrument
= e
Emotion - - Transcription of
P Contents of music
ol
animal songs Contents
Health indexing/
monitoring retrieval

(vocal
illness, etc)

Figura7: Taxonomia dosons na perspectiva de aplicagcbes humanas (POTAMITIS, 2008)

No que diz respeito a implementacde um novo classificadotrés etapagstao
envolvidas selecao/extracdo de caracteristicas de audio, treinamento e validacdo. Na selecao
de caracteristica® som, que pode ser ruido ou harmdnico (musica), precisa ser representado
computacionalmente por um conjunto de atribufivequéncia de onda, histograma de
frequénciasespectra, etc.) (PEETERS, 2004rm métodos tradicionais essa etapa trabalha
com caracteristicas de audio péfinidas ApGs o préprocessamentdascaracteristicas, sao
escolhidas aquelas que melhor representam as classes do problema a fim de treinar um novo
classificador utilizando alguma base de &udio. Por fim o classificadorooétidalidado

utilizando uma base distinta da base de treinamento.

A esolha de boas caracteristicAgleterminante para um bom mapeamento entre as
instancias de audio e as classes do proble@®A incorpora muitas dadécnicas
convencionais do setento declassificagdo automaticd&ntretanto algumas estratégias de
Feature Learningsdo particularesuma vez que o objeto tratado, o 4udio, possui atributos

especificos, que nao se aplicam a imagens, textos, ou outra forma de dados.
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O classificador por sua vez é escolhido de acordo com a sua eficiPo@da a

determinacdo de qual € o melhor ndo € exata, depende intrinsecamente da natureza do

problema, bem como dos atributos sonoros envolviQosndo se quer buscar o melhor

classifcador podese fazer através da otimizacdo de higearametrospara algoritmos de

classificacap solucdo investigadgor Araujo (2014) que empregamétodo de SMAC
(Sequencial ModdbasedAlgorithm Selection(HUTTER et al., 2011para definir o melhor

classificador e ajuste de seus parametros.

Os esforcos demandados na selecdo de caracteristicas e classificadores acabam por

resultar em duas abordagens distintas:

0

O«

Bagof-Frame(WEST; COX, 2014) AUCOUTURIER et al, 200y Aqui as ametras

de sons sao divididas em quadrésrfieg, possivelmente sobrepostos, e para cada
guadro é computado um vetor de caracteristicas. Esses vetores sdo agregados (dai o
bag e utilizados no restante do processelecdo do subconjunto de caracteristicas,
treinamento e validacdo do classificaddtualmente essa abordagem serve para uma
variada gama de problemas como: classificacdo derg@émesical, instrumento,
nasalicde, identificacdo de voz, humor; etc.

Ad-hoc (PACHET; ROY, 2007%: Apesar deBagof-Frame ser eficiente em muitos

casos, ha uma classe de problemas de menor abstracdo e, portanto, mais dificeis de
resolver. Por exemplo, é&acil distinguir entre Rock e Jazz, no entanto € dificil
distinguir, até mesmo para um ser humagmtre subgéeros como Béop e Harebop

(ambos do Jazz) isso porque existe muita semelhanga e diferengas sutis entre os
estilos. Uma abordagemd-hoc visa conceber um conjunto novo de caracteristicas
gue possibilitem essa distincatsso pode ser feitocom a aplicacaale diversas
funcdes sobre o sinal sonoro (ex. aplicar um filtro no sinal e depois uma FFT no
resultado obtido), com a desvantagem que esse processo exige conhecimento
especialista e é custoso uma vez que se da por tentativa e erro. Além do mais o reuso é
raro e, portanto, as caracteristicas analiticas obtidas por esse processo dificiimente

servirdo para outro problema.

E nesse contexto que as técnicasgdeacdo automatica dmaracteristicagianham

importancia principalmente aquelas que utilizam algoritmegolucionarios(RITTHOF,
2002) (MIERSWA, 2005) (PACHET; ZILS, 20®) aproximandese de solucdes 6timas com

menor esforgo computacional.
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3.3.1. Espaco genérico x Espaco analitico

E importante para a compreenséo do enfoque tomado por este trabalbtateralo
gue sdo caracteristicas de audio genérfddsrente dos Operadores Genéricos da Secao
3.5.22) e caracteristicas de audanaliticas. Esse conceito é encontrado e explicado com
profundidade em Pachet e Roy (2007, 2009).

Numa abordagemde classificacdo de &audio que utiliza caracteristigaiséricas
(atributos de alto nivel préoncebidos, exZero CrossingRoot Main Squarei RMS, Mel
Frequency Cepstral CoefficientMFCC, etc.)(PEETERS, 2004h&ohapreocupgdo com a
melhoria dessas caracteristicamitandose a apenas selecionar aquelas que sdo mais
relevantesatravés de técnicas de reducdo de dimensionali@adenjunto de caracteristicas

no qual essas técnicas operam pode ser chamado de espaco genérico.

Uma diferenga crucial na utilizagdo de caracteristicas analit@rascontraste com a
abordagem anterior, € que elas consistem em atributos gerados a eamirddncas nas
caracteristicas genérigasavendo um interesse em melhorar o desempenho particular das
mesmas através de analisBendo assim, entre dsoadagensesh Ultima acrescenta somente
uma etapa a mais no procesi®d selecdoa busca heuristicao espaco analitico, quvisa
encontrar novas caracteristicas de audio partindondeanjunto genérico. Eomumente

denominado Aprendizado de Caracteristicas o esfor¢co que se faz nesse sentido.

Sendo o espaco analitico complexo, nem todo método exativeél para efetuar a
busca das caracteristicas otimids. aprendizado dearacteristicas de audio, a utilizacdo da
Computacéo Evolucionaria ainda é muito pouco exploreat#udo o campo é abrangente e
seupotencialem CAA vemsendo negligenciad Talvez iso se deva a@ancgos recentes do
Deep LearningHUMPHREY et al. 2013), (ZHOULERCH, 2015) (BOULANGER et al.,

2013) Entretantaresdtados que surgem atraves da exploracdo do campo sao particularmente
interessantes por serem especificos ao domingmleecimento de MIR;omo a abordagem
utilizada pelo EDSExtractor Discovery SystenfCABRAL et al, 2005), (PACHET,; ZILS,
2003), (PACHET; RQY, 2007)

3.4. Computacao Evolucionaria

Algoritmos evolucionario$AE) sdo algoritmos estocasticos baseadometifora da

biologa de como as espécies evoluem (EIBENITH, 2003 A computacaavolutiva ou
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evolucionaria(CE), por sua vezé uma subarea da ciéncia da computacdo e independe das
ciéncias biologicas, tendo essas ultimas apenas servido de inspigiideea terminologia.
No entanto ainda ha a possibilidade de aplicar CE em pesquisas das ciéncias biokigicas

que a area originalmente surgiu desseresfo

A metafora consiste em modelar um problema (ambiente), representar as solucbes
candidatas para o problertiadividuos)e definir um método que mensure a qualidade dessas
solucBes(aptiddo). O algoritmo comportde de modo similar ao processo de evolucdo
naural: ao longo de ciclos (gera¢des individuos se cruzam (trocam informacdes), sofrem
mutacgdes, passam por selecdo natrab final do processestabelecido por uma condigéo
de paradasobreviven os mais aptas

Selecdo de pais

» Pais

Inicializagcdo

Recombinacdo

Populacdo

Mutagdo
l y :

Término

Filhos

Selecdo de sobreviventes

Figura8: Esquema geral d&E. Eiben e Smith (2003, p.17)

Em geral CE demandaimplementagcéale trésmecanismogara um algoritmo ser
consideradoevoluciorério: a geracdo da populacédo inicial, a funcdo de avaliag®o

individuos e os operadorgs seguir sdo descritos cada um desses mecasismo

Geracdo da mpulacdo inicial: A criacdo da populacao inicial geralmente se da de
forma aleatéria. Os individuos gerados nesse mecanismo serdo o ponto de partida para o
surgimento de novos indiuos, portato a populacao iniciad possivelmente composta em

média pelas solu¢cdes de menor qualidade envolvidas no processo.

Funcéo de aptidao: O calculo da aptiddo consiste em um método de determinar quao

boa uma solucdo é. Isso estard diretamente envolvido com a probabilidade do individuo
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sobreviver e gerar novas solucoépicamente, buseae maximizar as aptidoes presentes nas

populacdes.

Operadores: Sao 0s mecanismos que atuam no algoritmo evolucionario para obtencéo

de uma nova geracagao trés os tipos de operadoréasibos

1 Selecdd Responsavel por selecionar os individuos mais aptos para a geracao de
descendentes a definicdo dos sobreviventes;

f Recombinacdmu cruzamentd E o operador que implementa o método de
reproducaoentre individuos na geracdo de novos descenderiies.geral os
individuos envolvidos trocamleatoriamentgarte de sua estrutura e originam
outros individuos, ocasionalmente melhatesque os pajs

f Mutacdoi E outro operador responséavel pela geracdo de um novo individuo,
porém similarmente a mutacdo biolégica, provoca mudancas aleatérias na

composicao do individuo original.

Além dos mecanismaacima descritos, alguns parametros do algoritmo evolucionario
precisam ser ajustadd®. tamanho da populacéo, a coidigde parada que costuma ser
limite na quantidade de geracdes ou na quantidade de @eaid@mbém é necessario
definir as taxas deecombinacdo e de mutagd@ém de outros parametros tipicos para um

método evolucionario especifico

Existem varios tipos de algoritmos evolucionarios, dentre eles o mais conhecido é o
algoritmo genéticp que pode ser simples auultiobjetivo, entretantooutras abordagens
existem, como astratégia evolutiv@ aprogramacao genéticaada qual difere na forma de
representacdo das solucdes e nos operadores que satisfazem essas reprggdB@ENOes
SMITH, 2003) A solu¢des podem ser representadas csimng binaria, vetores de valores
reais, arvores ou maquinas de estado finitos. Os operadores de recombinacdo e mutacéo
dependem exclusivamente do tipo de representacao escolhido, a selecédo é o Unico operador

gue independe da representacao pois bassiamente na aptidao.

Dos operadores de selecdo podemos destacar o torneiogenaata cada qual tem a
caracteristica de atribuir de algum modo probabilidade de selecdo de individuos baseado em
suas aptidoes. Isso possibilita as solucbes piores serexniosadasocasionalmente

implicando na chance de se fugir de 6timos locais.
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3.4.1. Comportamento dosMétodos Evolucionarios

Golberb(1989) esquematiza a performance de CE na &olde problemas, situando
0S como uma opc¢ao intermediaria entre a busca aleptinsolucées e métodespecifica.
Essa viséo foi gradualmente mudando por causa das novas teorias e aplicacfes da técnica
atualmente se busca combinar varias estratégias em um algoritmo (EIB&N, SMITH,
2003) Na Figura9 é possivel constatarfeexibilidade do método evolutivo para solucionar
problemas e sua pouca variacdo de performance, sé é ultrapassado por métodos especificos de
solucao de problema, o que nem sempre € viavel em termos de custo de projeto. AEs portanto

ganham importancia na&nario.

4
r método adaptado
ac problema

algoritmo
evolucicndric

busca aleatdria

performance

Y

variedade de problemas

Figura9: Visdo de Golberg sobre a performance dos métodos de solugéo de problemas
(GOLBERG, 1989, apud, EIBEN; SMITH, 2003, p. 32).

Durante as iteracdes do algoritmo evolutivo € possivel perceber a tendéncia em se
atingir os 6timos locais ou globais, isto €, os individuos das populacdes mais jovens tendem a

distribuir-se em torno dos 6timos, como ilusarégura 10.

inicio meio o firm

&
&
cO0

aptiddo da func oo obijaineo
aptidao da fungdo o
aptfidao da fun

FiguralO: Progresso tipico de EA em termos de distribuicdo populadiBi2EN; SMITH,
2003, p. 30).

Esse comportamentpode sugerir inicialmentgue se aumenta quantidade de

geracdesa execucdo do Aga que quanto mais recente for uma populacdo mais préxima da
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solucdo 6tima ela estarBlo entantoa vantagem de execucdemgas vaiaté certo ponto.
Como mostra aifura 11, depois da metade das iteracdes a aptiddo dos individuos pouco
cresce. Dependo do quanto se precise alcancar em termos de aptiddo pode ser mais vantajosc

nao insistir em execugodes prolongadas.
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Figurall: llustracdo de quéo longa deve ser ou néo ser a execucdo de um AE (EIBEN;
SMITH, 2003, p. 31).

Um outro comportamento relevante diz respeito a vantagem de usar alguma
inteligéncia na criacdo da populacédo inicial, a fim de awil progresso. Contudo Eiben e
Smith (2003) afirmam parecer questionavel esse esforco extra, uma vez que o estado da
populacao iniciakriada heuristicamente poderia ser atingido em pouco tempo de execucgao
(Figura 12) Evidentemente, para algumaodelagende problema esse tempo pode n&o ser
td0 curto, ou a eficiéncia da evolucdo depender disso. E o cagmmdidese heuristicas
utilizados no sistema EDS apresentado na secég §ue2sdo aplicados logo na populacéo

inicial, influenciando o sentido da lnas
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Figural2: llustracdo do porqué heuristicas de inicializagcdo devem ou ndo ser usadas como
esforgo adicional (EIBEN; SMITH, 2003, p. 31).
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3.4.2. Paradigmas de Computacao Evolucionéria

Existem dois tipos de abordagem quantolgetivo de um AEA otimizacagpode ser

moncobjetivo oumultiobjetivo (DEB, 2011)

Algoritmos moneobjetivo geralmente sdo mais simples de serem implementados.
Consiste na ideia de que uma solug&o candidata deve satisfazer um Unico objetivo apenas, seja
ele minimizar, maximizar ou aproximar algum val&ravaliacdodo individuo,portanto sera
melhor quando o mesmo estiver proximo do objetivo, e ele tera boa agt@é#mngo das
operacdes genéticas os descendentes tenderdo a ter aptidées mais proxinjetsvdoOs

Algoritmos Genéticos Simples sdo exemplos de métodos que implementam esse paradigma.

No paradigmanultiobjetivoocorreque uma solugcao candidata deve satisfamas de
um objetivo E de se esperar querelhorsolu@otenha simultaneamente welhores valores
para seus multiplos objetivosprtudo héa situacdes em gesses objetivos estdo em conflito,
isto é,amedida que um deles é satisfeito outro deles pode deixar dessien. ndo € possivel
designar uma solugdo Unica para o problema, anada é necessario definir quando um
individuo é mais apto que outr®.conceito de dominanci®EB, 201) nos ajuda a resolver
essa quedbda seguinte forma{lETTINEN, 2012:

Definicdo 1. Uma solugéd@ domina uma sol@ip b, se ambas satisfazem seguintes
condigdes:
1 A solucdoanao é pior qué em nenhum dos objetivos.

1 A solucdoa € melhor qud em pelo menos um objetivo.

No caso de um individuo ser dominadsso significa que os individuos que o
dominam terdo maior aptida@, portanto, probabilidade de sobreviver e produzir
descendentesro final do process@proveitase o conjunto das solu¢des rdmminadas, o
gual designaseFronteira de ParetqVAN VELDHUIZEN; LAMONT, 1998) (Figura 13)
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Figural3: Conjuntode solu¢bes candidatas (a) e a respectiva fronteira de Pareto destacada (b)
(DEB, 2011).

Séo exemplos de algoritmos que implementam o paradiguizobjetivo; NSGA-II
(DEB, 2002) e SPEA2 (ZITZLER et al., 2001) do tipo algoritmo genético e PAES
(KNOWLES; CORNE, 19990 tipo estratégia evolucionaria.

3.4.3. Programacao Genética

Um tipo de AE particularmente interessangmara este &balho € a programacao
genética KOZA, 1992) por causa desua relacdo com o tema abordadoum método
evoluciorario muito aplicado em atividades dgrendizado de maquina como predigio

classificagao.

A programacao genética difere dos demais tipos pela representacao reicisédas
solugBes.Utiliza uma estrutura em arvore para constituir um individuo e, decerdisgo,
implementaces especificas para operadores de recombinacdo e mAtagé&mmbinacao
ocorre pela trocaalida de subarvoresentre individuose a mutacdo consiste em mudanca
aleatéria naarvore. Ja &elecdo de pais € proporcionahgticho dosindividuos e essas séo
relacionadas a taxa de sucesso nas atividades de classificagéo ou predigao.

O espacgo de busca exploragelo méodo € um conjunto d&rmulas &ritméticas
l6gicas ouprogramas),assim com a aplicacdo das operacfes genétiessasformulas
tendem a conatir outras férmulas que produzerasultados melhores na resolucdo do
problema. Informacdes adicionais sobre programacdo genética sdo encontradas em Koza
(1994)e Kinnear (1994)
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3.5. Ferramentas

Visto que ja foram apresentados os ppacs conceitos que envolvem o problema,

nesta secado apresentamos algumas das ferramentas que aplicam tais conceitos.

Para o estudo das ferramentas busmlevar em conta o quanto elas implementam as
teorias, métodos e técnicas da area pesquisadag,ishmbas possuem mecanismos de
treinamento, validgiio de modelos de classificacaprendizado de caracteristicas e métodos
evolucionarios no processé&ssas ferramentas sao: o jJMIR (McKAY, 201Que é uma
tecnologia desenvolvida para auxiliar atividadesrecuperacédo de informagcdo musical em
geral e, o EDS (PACHET, 20Q3yjue tem o foco mais especifico na geracdo de novas

caracteristicas de audio.

3.5.1. jMIR

O jMIR é uma suite de aplicativesn codigoaberto Java para uso em pesquisas de
MIR. Foi propostapor Cory McKay (2010)a fim de oferecevasto suporte as mais variadas
aplicacdes de MIRO jMIR possibilita a manipulacédo do sinal acustico tanto em formato de
sinal digital (Wave, MP3 e etc.) quanto em formato simbolico (MIDI) e serve para as mais
diversas aplicagbes como: mineracdo de dados de audWebaclassificacdo de &udio,

dentreoutras E uma ferramenta completa em termos de MIR e referéncia na area.

Precisamente a caracteristica de classificagdo automatica de dagtR nos torna
interessados nessa ferramenta. Um problema d& €£esolvidopor elautilizando dois de

seus médulos: jAudio e o ACE. Cada um pode ser entepdidsseguintes finalidades:

1 jAudio Feature ExtractofMCENNIS, 2005) Modulo responsavel por extrair
caracteristicas das amostras. Traz consigo um variado conjunto de
caracteristicas de audio e sinal (FFT, MFG®rmalizacdo,compactude,
histogramaetc.) e a possibilidade de salgaus valores, para cada amostra do
problema, enformatopadraodo jMIR, ACE XML, ou até mesmo no formato
ARFF proprio do WekdHOLMES, 1994) Dentre as demais funcionalidades
da ferramenta estdo, por exemplo, a possibilidade de gravacdo do &udio,
execucao,ajuste da taxa de amostragem, fragmentacdo e normalizacdo do

sinal.
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f ACE (Autonomou<lassification Enging(MCKAY et al., 2005):E 0 médulo
de Aprendizado de Maquina do jMIR. Responsavel por aplicar algoritmos de
classificacdo aos valores extraidos pelo jAuslmssocidos a categoriasio
todo implementa sete tipos de classificad¢kelN; Naive Bayesino;Arvore
de DecisadC4.5 Multilayer PerceptronSupport Vector Machie Adaboost e
Baggingcom C4.5e tambémtréstécnicasde reducdo de dimensionalidade:

PCA, busca exaustiva e busca genética.

Este trabalho esta interessado em estratégias evolucionarias para o aprendizado de
novas caracteristicanp entantoa busca genética realizada p&GE n&o corresponde aos
nossosrequisitos, pois comeaxplicado na suksecdo 3.B.2, s6 reduz a dimensdo do
problema,ndo conceb@&ovas caracteristicas, logo a técnica a qual estamos interessados € a
PCA a qual ndo se limita em reducdo de dimensionalidadas desenvolvenovas
caracteristicas, adenominadogomponentes principaigpesardosvariadosmétodos para o
Feature learning nos limitamos ao PCA por dois motivos: ser bem conhecido e ter sido
aplicado por uma ferramengderta ebastante disseminada na area de computacao musical. O
JMIR portanto tornase uma de nossas bases comparativas por implementar métodos de
Feature Learning convencionais.Sua técnica é reutilizavel e escalavel para distintos
problemas de classificacdo, disga conhecimento especializado na implementacéo e realiza
a busca em um tempo ra&@l. No entanto, poese verificar empiricamente que, nem sempre
a utilizacdo do PCA melhora a eficiéncia do algoritmo, além disso a técnica ndo oferece

possibilidade de safacao de restrigoes.

O jMIR por si mesmo faz uso da abordagem de classificacdo de audio aqui
denominadaBagof-frameg isto €, em o uso de qualquer método de aprendizado de
caracteristica, a ferramenta divide as amostras de audio em janelas e pasen@asio
computados os vetores de caracteristidagom o auxilio do PCA, a ferramenta ganha novos
aspectos,preservandomuito do processoBagof-frame porém os atributos acustios
resultanteproveemde um processo analitico.

Foi uma ferramenta importante para este trabalho peigjocédigoaberto, dispose
muitas caracteristicage audiocodificadas em seu médulo extrator e também algoritmos de

classificacdpos quais foram aproveitadoas implementacdes realizadas
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3.5.2. Extractor Discovery System (EDS)

O EDS Extractor Discovery Systenfioi desenvolvido no laboratério da Sony GSL
em Parise apresenta uma boa proposita aprendizado de novas caracteristicas de a@dio
sistema da Sony utiliza técnicag programacado genétigkINNEAR, 1994, porém é uma
tecnologia proprietaria e pouco gede sabesobre os detalhes de implementacdo da mesma

além do encontrado na literatura académica

Nesta subsecdo é apresentado a técnica usada plree&o do espaco analitico de

caractegticas acusticammando como base a estratégia adotada pelo EDS.

O sistema € um esforgad-hoc de geracdo de caracteristic@ada atributo de audio
utilizado nas classificagdes realizadas pela ferramenta provém de um processo de tentativa e

erro ao longala execucao de seu algoritmo genético.

Partindo de um conjunto finito dgperadores elementares,.eMatematicos (adicao,
multiplicac@o por escalar, médetc); de processamento de sinais (Transformada de Fourier,
filtros, spectral centroid etc.); epecificospara musica Pitch or Ltag, buscase combinar
esses operadores de forma valida a fim de se obter expresstespresenta Figura 14,
onde(A) pode ser entendida como &dm dos cinco primeiros coeficientes cept(Bd§CC)
da der i vada(B)¥aor madia dal enefgia RN Ile uma sucessdo de quadros
(split) de 32 amostras dhAaplgacioadesses aperadededinezuand o 6 X

novacaracteristica de auditambém chamada de funcéo

(A) Mean (Mfcoc(Diferentiation(x) ,h b))
(B) Median (Bms (Split(Normalize (x) ,32)})

Figural4: Exemplo de expressdes (PACHERQY, 2007).

3.5.2.1. Regras de Tipagem e Heuristicas

A criacdo de funcdes é controlada por dois mecanismos: tipagem e heukistica.
regras de tipagem sao responsaveis por controlar a combinagcdo dos operadores para que O¢
tipos de dados di@put e outputse encaixenadequadament®or exemplpum FFT recebera
como entrada um sinal acustico (tempo/amplitueldyansformara em uma saida do tipo
frequéncia/amplitude ou viceversa a operacdo de médigor sua vezrecebe qualquer

sequéncia de informacao a&transfornra em um escalafeEDS pode dessa forma gerar:

1 http://www.csl.sony.fr/



31

Fft(HpFilter(x)), mas naoFft(max(x)f, uma vez que no primeiro a saida ldpFilter é
compativel com a entrada @dt, que deve ser um sinal acustico (tempo/amplitude), ja no
segundo caso o operadoaxrecebe uma sequéncia de valores e retorna o valor maximo entre
eles (um escalar), masft ndo trabalha conmsomenteum valor, portanto a expressao
Fft(max(x))por estar errada ngmwde ser gerada pelo sistera heuristicas representam o
conhecimento especializado dos profissionais em processadeesinais, permitindo apostar

a priori em algumas funcdesteressantes, sem que se precise calcular o seu desempenho.
Também é caracteristico do mecanismo impedir formacfes de funcbes desnecessarias, como
fft(fft(fft(fft(x)))) (PACHET;RQY, 2007), (PACHT; ZILS, 2003.

3.5.2.2. Operadores Genéricos e Padrdes

O sistema de tipagem possibilita a cria
diferente de caracteristicas genéricas da abordaBerof-frame. Esses operadores
genéricossdo expressdes regulamse suportam unmou mais operadores e formam funcdes
cujo tipo desaidaestejaforcada(PACHET; ZILS, 2003)Por exemploO operador genérico
fi*_a (x)0 aponta para uma combinacdo composta por varios operadores cujo tipo de saida é
um e s coasermloSquare(Mean §)) uma funcdo valida para satisfazepperadarpois
0s operadorebleane Squaretem saida do tipdad ao mesmo tempo qugquare por admitir

um valor comanput, podeser combinado corvlean
Ao todo séo trés os operadoresg&os que EDSnplementa:

1 "?_T"aponta para tperador cujo tipo de saidd®'.
1 ™ _T" aponta para varios operadores cujos tipos de samtodosT".

1 "L _T" aponta para varios operadores cuja apenas a saida final &€ 'tld' tipo

Isso possibilita definir padrées fengcdescomo:? ?_a(!_Va (Split (*_t:a (SIGNAL)))) 0
gueincentivaa criagdo das seguintes fungdes dentre o(RWGSHET; ZILS, 2003)

T Sum_a(Square_Va (Mean_ \(8plit_Vt:a (HpFilter_t:a(SIGNAL_t:a, 1000H2, 100))))
ou

1 Logl0 a (Variance ENPeaks VSplit_Vt:a (Autocorrelation t:#SIGNAL_t:a), 100),
10))).

2 A lista de tipos de dados, operadoresigas caracteristica® EDS podm ser encontrados npéndice A
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3.5.2.3. Mecanismosdo Algoritmo Genético

Através daperacdesle recombinacaanutacdoe selecao do algoritmo genétiam
sistemabuscAevol uiro uma popula-«o0o de indiv2zduo:
mais aptos a sobreviver. No contextes gpooblema abordade neste trabalhasso implica
dizer que a partir de uma populagdo aleatéria chracteristicas de audio (individuos)
aplicandoese sucessivas vezes operac@eséticas é possivel melhorar a qualidade dessas

expressdes mediante objetivo.

Veremos agorguais sao essas operagdmsavés dos exemplos que seguBartindo

da expressa®um (Square (Mean (Split (HpFiltdSIGNAL, 500Hz), 50ms))))o sistema

executa as seguinteperacgoes:

1 Clonagemnmi Muda os parametros de uma funcao.

Ex.: Antes:Sum (Square (Mean (Split (HpFilter(SIGNAIS00H2), 50m39)))

Depois:Sum (Square (Mean (Split (HpFilter (SIGNAK30HZ), 65ms))))

1 Mutacdo (cabeca owgauda i Muda inteiramente parte da cabeca caudada

expressao.

Ex.: Antes:Sum (Square (Mea(Split (HpFilter(SIGNAL, 500Hz), 50ms))))

Depois Max (Max (Split (HpFilter (SIGNAL, 430Hz), 65ms))))

1 Delecado Retira uma funcdo qualquda expressao.

Ex.: Antes:Sum (SquargMean (Split (HpFilter(SIGNAL, 500Hz), 50ms))))

Depois:Sum(Mean (Split (HpFilter (SIGNAL, 500Hz), 50ms)))

1 Adicadoi Adiciona na cabeca da expressdo uma fungéao qualquer.

Ex.: Antes:Sum (Square (Mean (Spl{HpFilter(SIGNAL, 500Hz), 50ms))))

Depois:Log (Sum (Square (Mean (Split (HpFilter (SIGNAL, 500Hz), 50ms)))))

1 SubstituicAd Troca uma funcado por outra qualquerigagensequivalentes.

Ex.: Antes:Sum (Square (Mean (Split{pFilter(SIGNAL, 500Hz),50ms))))

Depois:Sum (Square (Mean (Split pFilter (SIGNAL, 500Hz), 50ms))))

1 Crossoversi Recombina dois individuos para gerar um novo.

Ex.: Um possivel resultado do cruzamergatre Sum (Square (Mean (Split

(HpFilter(SIGNAL, 500Hz), 50ms))))e a expressad/lean (Autocorrelation (SIGNAL) ),
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pode ser os dois individuos apresentados a seftir Sum (Square (Mean (Split

(Autocorrelation (SIGNAL) , 50ms))))e 2°-Mean HpFilter(SIGNAL, 500HZz)

N&o éo foco desterabalho explicar o significado de cada operador utilizado nos

exemplos que se segueeniretantomuitos delepodem ser encontrados em Peeters (2004)

Além dos operadores utilizadas EDS define outros aspectos importariges como:
0s metaparametros do algoritmo (quantidade de géeagtamanho da populaciete), a
definicdo das caracteristicas inerentes ao problema como a combinacédo correta de funcdes
elementares de forma que a expressdo gerada seja uma expressao valida. Ban im, c
necessidade de determinar quanda waracteristicem questdo é melhor do que ey
sistemadefine ofithess para talse uiliza Fisher Discriminant RatiqFISHER, 193§ uma
técnica de an#@e de discriminanciagu usase alguma instancia de dsificador, assim de
acordo com a taxa de acerto desmo é atribuida uma aptiddo a nova caracteristica

concebida

3.5.2.4. Algoritmo Global

A execucdo do EDS pode ser abstraida em duas partes: O aprendizado de novas
caracteristicas através do algoritmo genética eselecdo das caracteristicas relevantes
resultantes desse procesAokigura 15 ilustra bem isso, enquanto a Figuaapresenta em

pseudocodigo algoritmo global implementado pelo EDS.

EXTRACTOR

FEATURES CROSS

VALIDATION
DATABASE
(200 Titles)

LEARNING
DATABASE
(200 Titles)

A 4

Features
Genetic
Search
Algorithm

h 4

EDS Features DESCRIPTOR
» FEATURES Combination EXTRACTOR

A 4
A 4

Figural5: Arquitetura global do Extract@iscovery System (PACHET; ZILS, 2003).
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1 - Constrdi 12 populagido PO, pela computacgdo ramddmica de N fungdes

2 (composicdo de operadores), cujo tipo de saida é compativel com
o tipo de dado.

4 - Loop Inicial:

= - Computacgdo das fungdes para cada audio da base.

6 - Computagdo do fitness de cada caracteristica.

- SE (fitness »= limiar) ou (numeroc mAximo de interagdes for atingido),
PARE e BRETCRNE as melhores funcdes

- Selecdo de fungfies, cruzamento e mutagdes, para produzir uma nova

10 populagio Pi+l

11 - Simplificacdo da populagdc Pi+l com regras de reescrita

12 — RETCRME para Loop Inicial

Figural6: Algoritmo global do EDS. Traduzido de Pachet e Zils (2003, p.8).

De acordo com osritériosde satisfagdo para solugcédo esperadadfitulo 2,Secao
2.3) o EDS melhora os resultados da classificacdo. Possui operacfes evolucionarias e
mecanismo de avaliacdo de faceis implementacdes. O algoritmo serve para diferentes
problemas de classificacdo. Apesar de requerer conhecimento de dominio especifico na fase
de implementacdo, o ED®&conomizaconhecimento especializado na execuc¢do. Além de
explora em tempo habil o espaco analitico de funcdés.entanto falha no critério de
adequacao, uma vez que nado possibilita o desenvolvimento de solucbes com satisfacao de

restricoes.

Sobre essalasse deproblemas de CAA que requerem satisfagestricdesuma
possivel solucdo seria 0 emprego de algoritmos genétiatifobjetivos, onde se pretende
evoluir a eficiénciada classificagdo paralelamentevlucéo da adequacda condi¢éo a ser
satisfeita Por exemplo, em um problema de identificacdo de voz no controle de acesso de um
dado sistema €, até certo ponto, toleravel que o controle de acesso falhe na identificacdo da
voz de uma pessoa cadastrada, negémelpermisséo (fao negativo), mas é intoleravel que
0 sistema permita acesso a pessoa nao cadastrada (falso positivo) por falha em seu processc
de identificacdo de voklm algoritmo genético simples ndo possibilita melhorar dois aspectos
importantes de um mesmo problemasse caso deaxge escolher direcionar a busca, ou para
aumentar a taxa de acerto ou para satisfazer a resthigéstratégiamultiobjetivo, porém,
possibilita que os dois aspectos sejam perseguidos durante o préssgsg.além dduscar
melhorar a tea de acerto da classificacao, também se faz necessario diminuir a ocorréncia de
falsos positivos ou falsos negativos, dependendo da natureza do probleisso Kue se
torna mais adequadpara essa classe de problemas, o aprendizado de caracterisdicas a

de um processo de otimizagéailtiobjetivo.
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Umaoutralacuna deixada pelo EDS asarumatécnicamoncobjetivo est4 no fato
de quecaracteristicas avaliasldsoladamente que tembaixa aptiddo ndo sobrevivem ao
longo das iteracdes, 0 que é natypakém existe a possibilidade dessas caracteristicas menos
aptas se combinado com oag; levarema melhores resultados na classificagdo. Dessa forma,
para ndo desperdicar caracterigticam baixa aptiddpodese salvar toda a lista gerada
caracteristicasao longo das iteracfes do algoritngenéticoe, aplicanddhes uma das
técnica de selecdo de caracteristjcgelecionar aquelas mais aptas a produzirem melhores
resultados No entato esta abordagem nao permite quaracteristicas de baixa aptidao
interfiram naevoluzdo de outradurante as iteracdes do algoritmbessa forma é necessario
garantirsua sobrevivéncja que sugergue a medida de aptiddo de cada individuo ndo seja a
Unica coisa a ser otimizagela descoberta de novas caracteristicas

A falta de solucdes abertas desse tipo constitubutro motivador para este trabalho
O EDS é um sistema proprietario. Propor uma solucdo que esteja disponivel para
comunidade € algamportante Além do mais, entendemague € possivel simplificar o
procedimento, eliminando etapa decombinaéo das caracteristicapds a busca genética,
ilustrada na Figura5.

Em sumaExtractor Dis@very Systemsolucdo muito elegante para o problema de
geracdoAd-hoc de caracteristicas analiticagpde ser melhorada partir dos seguintes
motivadores

1 N&oempregameuristicas qu&isem satisfazer restricbes do tipo falso positivo ou

negativo;

1 N&o preservardurante a programacao genética, os atributos de audio com baixa

aptiddo, mas que potencialmente influencigum resultado global,

1 Ser cédigefechado;

| E possivel simplificar o processo, eliminando uma de suas etapas.

Por esses pontos nos proponudsrecer,além do estado da artema solugcao para
classificacdo automética deidio, que utilizem atributos analiticos resultantes de uma busca

multiobjetivo, a fim desatisfazer os pontos elencados.
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4. Proposta de solucao

4.1. Principios da solucéo

Apesar da técnica do estado da artgossuirembons resultados, ndonsideramos
possivel melhorar utilizando técnica de otimizacaanultiobjetivo, seja na eficiéncia da
classifcacdo, aumentandsla acuraciaseja na natureza do problema que requer multiplos
objetivos ou simplificandoo processoNesteCapitulo é apresentada uma proposta para 0s

problemas apresentados até agora.

A diferencafundamentakentre as otimizagbes moiobjetivo e multiobjetivg no que
concerne asolug@es existenteg a proposta por esttrabalhg é quea otimizacdo mono
objetivo leva em conta apenas 0s aspectos isolados da caracteristica de audio, enquanto a
otimizacdomultiobjetivo pode levarem conta a relevancia da caracteristioaestarcontida
em um conjunto. Esse é um importadtetalhe, pois determina como uma populacdo de
individuos evolui ao longo das geracdds algoritmo Quando monoobjetivo, as
caracteristicas cotbaixa aptiddo ndo sobrevivem ao longo das iteragiesntantexiste a
possibilidade desascaracteristicg se combinadacom outra, levaem a resultados globais
melhores. Uma abordagemultiobjetivo ndo permite quearacteristicas sejam descartda
somentecom base emsuabaixaaptidaoindividual. Ao sobreviveem, poderaacontribuir com

resultadosoletivosmelhores.

Nas definicbes do EDS cada individuo representa uma caracteristica deJauatio.
nossapropostarepresentamos individuo comoum conjunto de caracteristicas de audio: o
individuo é o conjunto defuncdes e seus valores de aptiddo para um problema de
classificacdo arbitrarigFigura 17) O fitnessisolado, o qual é atribuido a cada expressao de
forma similar @ EDS e ofitnesscoletivo, o qual é atribuido ao conjunto de expressfeas. A
ésimaexpressdo tem um fitnede 0,32(32% € sua taxa de acertojjual pode ser facilmente

superado por outros, entretanto se combinada com as outras ela contribuira para uma taxa de
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acertocoletiva de 0,88(88%), que € um valor melhor do quedas as outramedidas de
fitnessisoladas superando inclusive a da melhor caracterisfi@& Essamedida adicional

de aptiddo acaba sendo muito relevante para a evolucdo das caracteristicas, uma vez que 8
caracteristica ruim&o persistiriasoladamentemas peldato de fazer parte de um grupo ela

sobrevive e contribui com a evolugéo do grupo.

. Fitness Fitness
Exemplo de Individuo com n expressdes isolado Coletivo
1 |Mean({Mfcc(Differentiation(x),5)) 0,57 |ﬂ.33 |
2 | Median(Rms(Split(Normalize(x),32))) 073
n | Sum (Square (Mean 0,32
(Split (HpFilter (SIGNAL, 500Hz), 50ms))))

Figural7: Exemplo ilustrativo de individuo de solugdo multiobjetivo e suas medidas de
aptidao (entre 0 1). Fonte: O Autor.

Partindo da nova fana de representacdo de um individwmncebemosmais
operacOes de recombinacdo e mutacdo que coranticom a forma de representacdo do
individuo, como por exemplo, cruzar expressfées entre um individuo e outro ou mesmo
removerou adicionar expressdes. Assim adaptamos as openagiesobjetivo da seguinte

forma:

A partir de um individuo com trés genes (expressdesBum (Square (Mean (Split

(HpFilter(SIGNAL, 500Hz), 50ms)))) 2 - (Mean (Split (HpFilter(SIGNAL, 500Hz),

50ms))))e 3- Mean (Autocorrelation (SIGNA)), o sistema executa as seguintes operacoes:

1 Mutacdo (cabeca ogauda T Muda inteiramente parte da cabeca @audado

individuotrocando por outras expressdes quaisdtrer

- Sum (Square (Mean (Spl{HpFilter(SIGNAL, 500Hz), 50ms))))

- Median(FFT (SIGNAL, 500Hz), 50ms))

- RMS (Normalize (SIGNAL))
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1 Delecéo Retira uma expressamalquer do conjuntdex.:

- Sum (Square (Mean (Split (HpFilter(SIGNAL, 500Hz), 50ms))))

- Mean (Autocorrelation (SIGNAL)

1 Adicaoi Adiciona uma expressapalquer ao conjuntdx.:

- Sum (Square (Mean (Split (HpFilter(SIGNAL, 500Hz), 50ms))))

- Mean (Split (HpFilter(SIGNAL, 500Hz), 50ms)))

- Mean (Autocorrelation (SIGNAL)

- RMS (Normalize(SIGNAL))

1 SubstituicAd Troca uma expressgmr outa qualquerEx.:

- RMS (Normalize(SIGNAL))

- Mean (Split (HpFilter(SIGNAL, 500Hz), 50ms))

- Mean (Autocorrelation (SIGNAL)

1 Crossoversi Recombina dois individuos para gerar um nd¥r.. O cruzamento

com o individuo de dois geneA:-_RMS (Normalize(SIGNAL))e B-_Median(FFT

(HpFilter(SIGNAL, 500Hz), 50ms))))pode resultar em dois novos filhos:
Filho 1:
A - RMS (Normalize(SIGNAL))

2 - Mean (Split (HpFilter(SIGNAL, 500Hz), 50ms))))

3 - Mean (Autocorrelation (SIGNAL)
Filho 2:
1- Sum (Square (Mean (Split (HpFilter(SIGNAL, 500Hz), 50ms))))

B - Median(FFT (HpFilter(SIGNAL, 500Hz), 50ms))))

Além disso, as operacdes de mutacdo da abordagem EDS puderam continuar sendo
utilizadas tambm, como um tipo particular de mutacdo no novo algorjtoroa vez que elas

sdo feitas paragir em uma Unica expressao.

Concebemos também uma restricdo. Consts¢ogue ao longo das geracdes 0s
individuos tediam a ficar cada vez maiores, pela acédo das rewgbs, tornando a solucéo
lenta e custosa. Procuramos contornar essa tendéncia possibilitando a atribuicdo de um limite

no tamanho dos individuos, sendo esses penalizados quando porventura ultrapassassem ess
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limite. Dessa forma o método tende a evoluamnmtendo o tamanho dos individuos até um

certo limiarescolhido pelo usuério

No que compete medicdo da aptidaotiizamoso mesmo mecanismo de avaliacao
de individuo daimplementacédo anteriog instancia de um classificador pavarificar os
resultados de aptiddo.oi® ou maisobjetivospodem sedefinidospara o problema. Um deles
sendo nece umentariadaraede acerto doaconjuntdé os demais sendo qualquer
um de numentar a tdixa de acertla melhor caracteristica do camjnt o 0 , foa umen
fithnessda 6 p i caracteristical o gr up o o, i a ume n tfimessamelttidare t ©n ¢
pior caracteristcad o gr up oo, Adi mi nui fitressdadneelhode giar ©n c i
caracteristical 0 g row pestraifes comofidi mi nui - « 0o do n¥smer o de
negativos naavaliacdoc ol et i va o, objeivos que podemt seroconcebidos

especificamente para caistancia dgroblemade CAA

Como tratase de objetivos que podem estar em conflito, o algori@saltanuma
fronteira de Paret(Figura 18) O resultadaue interessano entanto, ndo semprea fronteira
de solugbes ndo dominadamas oindividuo (conjunto de caracteristicas de audipe
melhorse adequa aatureza do problema, ou sejapera agrofissional decidir, a partir dos

resultados alcancados, qual a solugddronteiramais adequada para seu problema

1 - Constréi 1% populagdo PO, pela computagdo ramddmica de N individuos
2 [conjunto de caracteristicas analiticas)
— Loop Inicial:
4 - Computagido das fungfes/individuo para cada audio da base.
5 - Computacgio dos objetivos para cada individuo de Pi.
& - SE (numerc maéximo de interagdes for atingido),
PARE e RETCRNE a Fronteira de Pareto
- Selecdo de individuos, cruzamentos e mutagdes, para produzir uma nova
populagdo Pi+l
10 - Pi - Pi+l
11 — RETCENE para Loop Inicial

Figural8: Algoritmo global multiobjetivoFonte: O Aitor.

Se tratando de um problema datisfacdo de restricdesa rdiminuicdo de falsos
positivos e/ou negativos, o resultado deve ser a fronteira de Pareto, ficando a critério do
desenvivedor definir qual dos individuasio dominads dewe seraproveitalo como solugéo
de seuproblema.Mas nocaso de o problema ndo possuir restricdeque nos interessa é
somente a acuracia. Portans® o melhor valorfor alcancado pelo 1° objetiv{fitness
coletivo)de um individuaentaoele devera ser aproveitado modelo de classificadpmas se

o melhorvalor far alcangado pelo 2° objetiditnessisolado)de algumgene (caracteristica
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de &udio) entdo apenas a func@m conjuntoque detém esse val@& quemdeved ser

aproveitad.

4.2. O Prototipo

Com o projeto dos aspectos apresentados anteriorn@estducdo proposta abrange
todos os pontos ndo abrangsdpelo EDS o qual elencamos naptulo anteriorsubsecao
3.5.2,resta, no entantsaber o quao efetiva pode ser uma implemaotage utilize nossa
abordagemPara issofoi desenvolvido um protétipo computaciomalqual chamamos de
ExpertMIR Nesta 8caosao apresentadoss detalhes da implementac&ssimcomo, as

tecnologias utilizadas, arquitetura do sistema, linguagens e algoritmos utilizados.

4.2.1. Arquitetura e fluxo

Inicialmente o ExpertMIR foi deseolvido com um sistem&DSlike, buscando
implementar as caracteristicas Hatractor Discovery System fim de melhor estudar o
comportamento de tal abordagem, isso foi necessario dawdlucaoda Sonyser fechada
ficando impossivel dseexperimentarEm um segundo momento foi proposta uma evolucéo

desse sistema, utilizando algoritmmaltiobjetivoa fim dealcancar alguma melhara

Assim, asolucédo foi construida de forma a operar em duap@etigas: a otimizacao
monaobjetivo e multiobjetivo de caracteristicade audioanaliticas Ambas operando sobre o
mesmo espago aiitito, tendo em comum os operadoeepadrbesitilizadcs para gerar o0s

individuos nos algoritmos genéticos
O ExpertMIR poderéexplorar caracteristicagie seguers seguintes padroes:

1 ?!ua (SIGNAL)OT qualquerfuncéo cuja saida fing um valor;

1 A Mean('_t:a (SIGNAL))O i a média de qualquer funcdo cuja saida esteja no
dominio do tempo.

1 A Mean('_f:a (SIGNAL))O T a média dequalquer funcdo cuja saida esteja no

dominio da frequéncia.

Também foram utilizados o mesmo arcabouco tecnolégico para amlsstema

extrator, o algoritmo classificador dentre outros.
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A Figura 19 permite visualizar comos moédulos do sistem#éram projetadogpara

interagir.

[$> Principal

Mono-
objetivo

Multi-
objetivo

Operadores

Figural9: Arquitetura dos médulos do protétigeonte: O Autor.

Interface de configuracdo Conjunto de classegue permiten ao usuario nao
especialista configurar um novo problema (classes, base de audio, restugdgstivose
etc.), definir a perspectiva na qual o sistema operdiggor de arquivos e relatériogara
registrar o resultado do processo.

Principal: Reune todas as possibilidades de execucdo da ferramenta, controlando o
gue pode ser feito e como dever ser feligui sdo instanciados os problemas e sao realizadas

as chamadas dos algoritmos evolucionarios, fazendo o devido controle.

Moédulos de otimizagdo mono e multiobjetivo: S&o os principais moédulos do
sistema, responsaveis por executtgaiure earning nunca sao executados ao mesmo tempo.
Devidoa complexidade e custo de processamento dos algoritmos genéticos, € importante que
cada abordagem p@sser executada de maneira separada. Além de nao sobrecarregar o

recurso computacional também permite melhaliavo desempenho de cada algoritmo.

Pacote de operadores:Aqui sdo implementados cada operador matematico, de
processamento de sinais e especificos de musica, os quaisiforomjunto de operadores
guedeterminan 0 espaco analitico de expressdes que as buscas genéticascoii@pEsse
moédulo do sistema éscalavel, podendo, sempre que se achar necessario adicionar tantos

operadores quanto se queira, bem como ativar e desativar um operador.
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Pacote de ferramentasPara executar bem os algoritmos genéticos de acordo com a
nosso interesse e necessidade foi necessario desenvolver um pacote de suporte aos algoritmos
neste pacote é possivel recorrer a diversas ferramentas inerentes ao processo, como: algoritma
classifcador (utilizado no calculo do fithess de individuos), conversor de &udio
(transformando arquivos de audio digital em objetossistema)extrator de caracteristicas
(extrai os valores a partir dasnostra de audio convertiday validador de caracteristis
(responsavel por verificar se a caracteristica encontrada na busca esta sendo corretamente

construida)dentre outras

Paa compreender as diversas transformacdes dos dados ao longo de uma execucéo do

sistemap diagrama ddluxo da execucao @presentadoafigura20.

{ —
il e N Safdax
i { Extracdo de } )
audio_k-wav P <0 SO PO 1 mfcc(hpfilter(x, 10),5)
(T1111] / mean(fft(x))
M T “ g rms{normalize(x
il // ~ Q /// (x)
audio_o-wawv N Ferramenta » I N —
7 Wave To Sample " e 7 : .
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“ / .
\‘\,‘_h‘_ _/// /// \ ¥ Lista de
caracterfisticas
:l:l]]]] / Otimizacdo | resultantes
- (executa AG) (mono-objetivo) ou
/ Fronteira de Pareto
- Amostras v (Multiobjetivo)
'; ‘.'” Tj dos &udios \.\\_‘ // pS /
audio_n.wawv \ Y,

Figura20: Fluxo dos dados manipulados na execucao do protéiijpde: O Autor.

Ao se buscar novas caracteristicas de audio a solucdo requer uma base de audio
anotada, uma vez que o aprendizado se dard por supervisdo. Arquivos no formato WAVE
representando instancias datasss de um dado problemasado préprocessadose
representadosomo objetos do sistema. Isso se faz necessario para tornar o processo mais
rapido, uma vez que, ao longtas interacfes genética® aprendizadoas informacdes

contidas nas amostras serao requisitheasientenente

O segundo momento € a etapa maisartgte do processo e ocorre com dois
maédulos trocando informacgdes constanteme@tenddulo de otimizagdo, a cada geracao de
uma populacédo, requisitara ao extrator de caracteristicas que calcule o valor das caracteristicas
geradas (individuos da populacdo naquela geracdo) para cada amostra da base. Essa

informacao deve ser utilizada no@#b dofitnessdo individuo, que utiliza uma instancia de
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classificador para realizar validagao cruzada, na base de dados anotada. Isso permite descobrir
0 quanb as caracteristicas encontradds adequadas para a solucao do problema.

Por fim o resultad do processo € o conjunto de caracteristicas aprendidas pelo
algoritmo moncobjetivo, ou 0 conjunto de solu¢gbes ndo dominadas (frantde Rreto) do
algoritmomultiobjetivo.

4.2.2. Tecnologias utilizadas
O ExpertMIR foi desenvolvido em Java 8 através dop=eliDE. A escolha se deu
devido & boas opcdes de ferramentas complementares nessa linguagem e que podiam ser

aproveitadas pelo ExpertMIR. Abaixo estao relacionadas essas ferramentas:

1 jAudio/[MIR versao2.4. Utilizado para auxiliar na extracdo de cardstaras por
possuir varias delas ja implementadas.

1 ACE/MIR versédo2.4: Necesséarigarainstanciar o classificador utilizado no calculo
dofitness

1 jMetal versdao 4.5 (DURILLO; NEBRO, 2011) Framework Java para
desenvolvimento de aplicacdemnultiobjetivas com metaheuristicas. O jMetal
também da suporte heuristicasmoncobjetivo e foi fundamental para abstrair
atividades especificas dos algoritmos evolucionai@ahendo a @s o projeto de
representacade individuo, a definicdo do®peradores €o métodade avaliacdo dos
individuos O jMetal ainda dispde de versatilidade na alternancia de seus algoritmos
(NSGA II, SPEA, etc.), podendo estes serem facilmente substituidos e testados para
guando se queira inferir o irapto de cada um na qualidade da geragas
caracteristicas
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5. Avaliacao

Este capitulo tem como finalidade apresentar e discorrer a respeito dos resultados
obtidos com a experimentacdo da solucdo proposta. A seguir é descrito como se deu a
realizacdo dos testesa validacao daipotese de quié possivel melhorar o desempenho de
um conjunto de caracteristicas de audio utilizado em atividades de CAA através da otimizacéo
multiobjetivo dascaracteristicas desse conjun(Gapitulo 1, Secdo 1.2)

5.1. Metodologia

O problema da CAA para classificar audios muito semelhantes, necessita de um
conjuntode caracteristicas de tal modo que esses audios possam ser diferenciados da melhor
forma. Como apontado em nosso estado da arte, técnicas de otimizacdobptvo tem
sido promissoras na geracao de caracteristioafiticas Entretanto técnicasultiobjetivo,
gue nao tem sido propostaa literaturasugerem uma melhoria na eficiénda aprendizado
de caracteristicaglém de possibilitar melhor adequacéo para praddesom restricdes

Surge assim nossa questdo de pesquiisgos$vel melhorar o desempentao
conjunto de caracteristicas de audio utilizadas em atividades de CAA através da otimizacao

multiobjetivodas caracteristicas desse conjunto?

O desempenho das aateristicas fodeterminado com basam dois aspectos:ila
acuracia obtida através do conjuntoj 22 medida de sensibilidade ou de especificidade

guando se pretende minimizar falsos negativo ou positivo, respectivaiBegéo 3.1.2)

Para responddal questamrganizamoglois experimentos quabordassendiferentes
casos da problematica da classificacdo de a@mitério para a escolldgesseproblemas se

deu por duas razddandamentaisestar relacionado com uma situagéo il de ser
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resdvida devidoa grandesemelhanca das classes do problensadisponibilidade das bases

de audio.

Esperase mostrar que o uso de algoritmos genétimastiobjetivo tem um forte
indicio de efetividade mediante outras técnicatedeire learning o que néo significa dizer
gue a solucao desse trabalho deva supsampreas outras, mas despertar o interesse da
comunidade cientifica para a exploracdo de novas possibiliddadesis ja seria uma

excelente contribuigédo

As técnicas em compaié@g foran trés: abusca no espaco analitico com algoritmo
evolucionario monabjetivo (algoritmo EDSLike), a busca no espaco analitico com
algoritmo evolucionarionultiobjetivo (ExpertMIR) e o FeatureLearningcom PCA(JMIR).
Embora estejamos particularmenigeressados nas estratégiagolucionarias, achamos
importante comparar comigumaalternativa fora desse grupo a fim de situar a solegé®@
as op¢Besla areaComo dito anteriormente, a escolha do PCA se deu principalmente pela sua

implementacéo est@resente no arcabouco tecnoldgico suporte desse trabalho, o jMIR.

Para que houvesse coeréncia na compardadoabordagen®i necessario igualar
alguns pontosPrimeiramente a quantidade e tipo de operadores utilizados por ambos. Foram
utilizados um total d® operadores entre 0s grupos madinos ede processamento deais

gue seguem listados abaixo

MFCC

FFT de frequéncias binéarias
Normalizacao
PowerSpectum

Magnitude Spectrum

RMS

Zero Crossing

Spectral Centroid

=A 4 4 A4 A4 A4 A A -

Spectral RoHoff

Esses operadores séo as caracteristicas genéricas das quais resultardo as caracteristica
analiticas de cada processo de aprendiz#dadescricdo desses operadores pode ser

encontrada juntamente com muitos outros em Pe&@dg)(
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Em segundo lugar foi necessafixar o tamanho maximo de uma caracteristica para
0S processos quenwlvem algoritmos genéticosichamosconvenienteadotar o tamanho

empregado pdPachet 2007, atédez operacoes.

Por fim, paraa avaliacdodas técnicas foi necessario utilizar o mesmo tipo de
algoritmo de classificacdo, 0-MN com k = 1 e a mesma técnica de validacacrass
validation (validacdo cruada), o qual Kohavil095 sustentaser o melhor método de

amostragem de dados a ser utilizado na avaliacdo de um nledédssificagaa

Definidosesses aspectgsodemos supor uma comparacao justa entre os trés modelos

de solugao para os problemas.

Tabelal: Métodos utilizados que incorporam as abordagens analisadas.

Tag Método

PCA PCA com alg. delassficacdol-NN

MO AG monaobjetivo com alg. delassficacdol- NN

MT1 AG multiobjetivocom alg. declassficagdol- NN (Obj 2 = reduz falso negativo)

MT2 AG multiobjetivocom alg. declassficagdol- NN (Obj 2 =aunrentara acuracia
damelhorcaracteristica

A Tabelal apresenta os algoritmos utilizados para comparacao das técnicas. Podemos

observar que MT1 é o algoritmavolucionariocujo segundo objetivo é reduzir a incidéncia

de falso negativos, ou seja, malar a sensibilidade da solu¢ddT2 é o algoritmo cujo
segundo objetivo éaunentar a acuracia da caracteristicaais apta de um individuo
multiobjetiva. Ambos os mdtodos implementam a sol proposta nesse trabalho, entretanto
essasescolhasdistintas quanto ao segundo objetise deram para poder constatar se ha
diferencaao escolher como objetiveecundarioa diminuicdo dos falsos negativos (ou
positivos) quand@a natureza do problenassim oexige Para talé necessario comparar com
outro método queperecom outro objetivo secundargualquer(nesse caso MT2 buscando

otimizar a acuracia da caracteristica mais apta)

De acordo com o Teorema do Limite Central, em que a distribuicdo das médias
amostrais tende a uma distribuicdo normal a medida que o tamatd@mostra aumenta.
Por causa do tamanho das bases de dados envplexkEsutamoslO vezes o0 primeiro
experimend (n = 10) e 30 vezeso segunddn = 30), obtendo quatro amostras com dados
acerca da acuracia e sensibilidade dos métodos e executamos uma série aeaesteda
ferramenta R Studid Core Team, 2015
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Para os métodasom algoritmosevolucionaros (MO, MT1 e MT2) fezsep=15ee
= 150Q ondep e e saq respectivamenteo tamanho da populacdo e a quantidade de
avaliacdes a serem feita&s taxasde recombinacace de mutacdoforam respectivamente
90% e 5% MO implementa um algoritmo genético singlenquanto MT1 e MT2 executam
o0 NSGAII.

5.2. Experimento |. Monitoramento de Ambientes
e Segurancgd MAS)

Um sistema de seguranca para monitoramento de ambimgsaz de reconhecer
situacdes dalertacomo disparos derma de fogogcolisdo de veiculosyidro em estilhacp
gritos e etc. A base utilizada nesse experimento é uma basded@da utilizada para fins
comerciais e queonta com atéd8.000exemplos rotulados dos mais variados tipos de som

para alerta e seguranca

Uma solucdo do tipo requer uma série de conhecimentos que abrangem
geolocalizacdocaptura de som e de imageoodificacdo,transmissdo de dadasatamento
de imagem, compresséo, armazenamentoeekntreelesa classificacdo de soracontrase

comouma atividadéundanental

Para este trabalho, problema abordadcontou com um subconjuntmalanceadale
1.900instanciagdesta basga fragmentadasA situagadcescolhidaconsiste em distinguir sons
entre duas classes:i1Disparo de arma de fogo;i2Estouro de fogos dartificio. A forte
semelhanca entre essas classes torna o problematbastii de ser resolvido e isso sugere
0 uso deotimizacdo decaracteristicas para melhorar os resultados das técnicas empregadas
para solucionar o problem®uestdo semelhante fabordada poWalenzise et al.Z007) e
Gerosa et al.2007 com a diferenca de que buscamtinguir entresomde arma de foge
outro som qualquer. No nosso caso, abordamos um probteisaespecifico escolhendo
fogos de artificio com@ segunda class#o problemapela semelhanca entre eles, que é
tamanha ao pontde aclassificagcdmao serfacil nem para o ouvido human¥alenzise e
Gerosapercorremum caminhotradicional selecionandoas caracteristicas genéricas mais

relevantesle um grupo

Nesteexperimentoforam reunidas 95istanciagde disparo de varios tipos de armas

de fogo (revolveres, pistolas, metralhadoras, fuzis, espingardas, etc.) de diversosaralibres



48

oposicao a 950nstanciasde estouros de fogos de artifici@ada umacom taxa de

amostragem de 48 kHzdeiragcdo média de.085 segundos.

5.2.1. Resultados Obtidos
5.2.1.1. Acuréacia

No que se refere a acurdcia das solugbes, exesato teste T para cada uma das

amostra econstatotse que MT1 apresentou melhor média (90,6®6) sendo também ele o

responsavel pelo maior valale acuracia encontrad®2,68%0). Os resultados obtidosao

ilustrados no grafico da Figud, podemos observar que apesar de MT1 possuir os melhores

resultados, MT2 assemellsa bastate com ele (acuracia média = 90,57%), raelficuracia

= 91,74%).

multiobjetivecs, percebee que sua média esta logo abaixqQ8®).

Maiores Taxa de Acerto x Média
075 080 0.85 090 095 1.00

® Taxa.de.Acerto
0O Media
1
PCA MO MT1 MT2
Algoritmos

E apesar d maxima obtida em MO (91,99 se aproximardos algoritmos

Figura2l: M.A.S.T Acuracia maxima registrada x média da acuracia dos méteoiate: O

Autor (2016)

Tabela2: M.A.S.T Testes T para cada método + maxima acuracia registrada.

Maior acuracia o Intervalo de Nivel designificancia
Média (%) ) p-valor
(%) confianca (%) (%)
PCA 77 76,46 76,34 76,6 5 2.2e16
MO 91,05 85,83 83,671 87,99 5 1.34e-16
MT1 92,68 90,67 89,5171 91,83 5 2.2e16
MT2 91,74 90,57 89,991 91,15 5 2.2e16
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O boxplot (Figura22) permite visualizar de forma mais clara a distribuicdo empirica
dos dados. Podemos observar onde a parte mais relevante dos adaskisaisesta
concentrada e o quao semelhante sdo os métodos estu@ddesvamos que MT1 tem
variabilidade pouco maior doug MT2, e também intervalo, média e mediana ligeiramente
distintas, sendo essas solucdes semelhaites. parametros escolhidos a variabilidade
ilustrada no gréfico aproxirmse bastante dointervalcs de confianca dos testes, sendo
possivel orientase porele para compreender o teste possivel também, observando o
intervalo ch box dos métodos, entender comportamentos como por exemplo, a possibilidade
de um dado estar fora da média e o0 quanto este pode se distanciar daRoesxamnploo
teste em MO indica que em 95% dos casos sua acuracia esta@3editie87,99(quarta e
guinta coluna da Tabela,Ijas o intervalo de MO nmoxploté maior ainda esso explica o
aparecimento de 91,96 (a sua melhor acuracia registrada) como eventagivel. Valores
fora desse intervalo seriam discrepantes e nesse casemagarantido obtdos repetindo o
experimento.

-
q
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0.85
|

Taxa de Acerto (%)

0.80
|
%

T T
PCA MO MT1 MT2
Algoritmos

Figura22: M.A.S. T Boxplot da acurcia dos métodésnte: O Autor (2016)

O teste binomialinilateral a direitaGAMERMAN; MIGON, 1993 foi aplicado para

saber se, de fato MT1 € melhor que MT2. Obtivemos 0s seguintes valores:

9 Limiar de 50%
f N2vel de s+¥@B{E%H)I cOncia U
1 p-valor =0.05469
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O teste revela qupossivelmente etmais da metade dos casos MT1 supera MT2 e
ainda da a probabilidade @% de chancede MT1 ser melhorA Figura 23 dispde esses

dados ordenados para que possa visualizar o comportamento indicado no teste binomial.
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Figura23: M.A.S. i Acuracia dos métodos MT1 e MTRonte: O Autor (2016)

5.2.1.2. Sensibilidade

Para a base de dadasSensibilidadalescreve a probabilidade de legitimodisparo

de arma de fogeer classificado comdisparo de arma de fogo.

Foi executadm teste T para cada amostra e constatoguea diferenca entre MT1 e
MT?2 fica mais acentuada apresentandonathoesmédias de sensibilidade entre os métodos
89,46 e 87,83respectivamentdds outros métodopor sua veznao possuem um resultado
tdo interessante quanto os alcancados pela otimizaglimbjetivo (Figura 24) A Tabela3

dispbe os dados da ilustracgao.

Tabela3: M.A.S. T Testes T para cada método + maxima sensibilidade registrada.

Maior o Intervalo de Nivel de significaAncia
o Média (%) ] p-valor
sensibilidad€%) confianca (%) (%)
PCA 76,63 72,55 75581 76 5 2.2e16
MO 89,79 83,57 81,157 85,99 5 4.684el4
MT1 92 89,46 87,831 91,1 5 7.575e16
MT2 91,37 87,83 86,421 89,24 5 2.316e16
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Figura24: M.A.S. T Testesde sensibilidade obtidoBonte: O Autor (2016)

Realizandeseo teste binomiapara as vezes que MT1 supera Meldbtido o seguinte
resultado:

1 Limiar de 50%
f N2vel de si@B@GE%R)Ii cOncia U =
1 p-valor =0,0009766

O testeé conclusivo quanto a hipoteseMé& 1l superaMT2, o mesmo teste apresenta
uma probabilidade de sucessold¥Po. Na Figura25 é possivel velo comportamento deles
na reducdo de falsos negativo®s menores valores de MT1 e MT2 sé&% e 4,3%
respectivamente e representam o percentual de falsos negativos na matriz de confusdo da

melhor instancia de cada amostra.

| Legenda:

— MT1
— MT2

Taxa de Falso Negativo
0.00 002 004 006 008 0.10
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Experimentos

Figura25: M.A.S. 7 Taxa de Falso Negab dos métodos MT& MT2. Quanto
menor melharFonte: O Autor (2016)
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5.2.2. Analise dos resultados

Vol tamos a nossa quest«o de depempgeghao s a :
conjunto de caracteristicas de audio utilizadas em atividades de CAA através da otimizagdo

multiobjetivodas caracteristicasdess@ nj unt o? 0.

Para tentar atender devidamente esta questdo, tesrsEg@nts hipotess que se
reportan ao objetivogeral explanado nantroducdod e st e t Analibaa & poder den
algoritmosevolucionariosmultiobjetivo na concepcao de caracteristicas analiticas de audio
para problemas deadsificacdo automatica de audie@ que dizem respeitesanedidas de

desempenho (acuréacia e sensibilidpdea o referido problemaaquestdo de pesquisa
Hipotese 1Acuracia dasolucao.

9 HO: O uso do modelo de otimizac&ultiobjetivo ndo melhora acuraciada
classificacao.
1 H1: O uso do modelo de otimizac&aultiobjetivo melhora aacuraciada

classificacao.
Hipdtese 2: Sensibilidade da solugéo.

1 HO: O uso do modelo de otimizacamltiobjetivo ndo melhora a sensibilidade
da classificacao.
1 H21: O uso do modelo de otimizac&ultiobjetivo melhora a sensibilidade da

classificacao.

Tomamos como base o método MT1 que obteve o melhor desempenho entre os
métodosmultiobjetivo e comparamos com MO, pois estaramenteoi o melhor métoda
ndo empreagr a técnicamultiobjetivo. A Tabela4 apresenta os resultados de cada teste de

hipétese.

Tabela4: Resultados dos testes binomial (MT1 e MO) para cadadsi@o

Limiar Nivel de significancia Intervalo de confianca p-valor

Hipotese 1 50 % 5% 60,58 % - 100% 0,01074

Hipotese 2 50 % 5% 60,58 % - 100 % 0,01074
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5.2.2.1. Sustentacdo

Como o pvalor € menor que o nivel de significanda ambos os problemas
hipotess nulas sdo descartadas. Isso quer dizer gs&ticamente esmétodo de otimizacao
multiobjetivo com diminuicdo de falsos negativos (MT1) é superior a otimiza¢do -mono
objetivo em mais danetade dos casosDe acordo com o mesmo testssaefetividadeé

estatisticamente superio68,58% dos casopara ambas as hipoteseé provavelment@0%.

5.3. Experimento Il: Identificacao de Nasalidade

Atividades de transcricdo de audio requerem a clara distingdo entre sons de vogais,
sendo essesonsnasais owrais. O problema deasalidadeconsiste emdentificar quando
alguma formante dsom é proveniente da vibracdo nas cavidades nasais (nasal) ou é
simplesmenteconstituido da vibracdo das cordas vocais (oral). O problema de nasalidade
costuma ser resolvidpor uma abordagemonvencionabag-of-frame entretanto seguindo a
proposta do EDS deue é possivel melhorars resultados através das caracteristicas

analiticasrealizamos um experimento que abordasse o problema.

Para este experiment@mou-se com umconjunto balanceado dé0 instanciasde
sonsda vogala ja fragmentadg com taxa de amostragemne di4,1kHz, e incorreu nos

resultados apresentados a seguir.

5.3.1. Resultados Obtidos
5.3.1.1. Acuracia

No que se refere a acuracia das solucfes, exesatouteste Tpara cada uma das
amostra® constatotse que MTle MT2 apreserdram asnelhoesmédias (91,83% e 88,610
respectivamenje sendoo maior valor de acuracieegistrado por MT196,67%). Nenhuma
das outras técnicas possuiram resultado semelhanto alcancado pelos métodos

multiobjetivo.
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Tabela5: Nasalidadé Resultado dos testes T para cada método + maxima acuracia

registrada.
Maior acuracia o Intervalo de Nivel de significancia
Média (%) ] p-valor
(%) confianca (%) (%)
PCA 76,66 72,55 71,891 73,22 5 2.2e16
MO 83,33 73,61 72,031 75,19 5 2.2e16
MT1 96,67 91,83 90,671 92,99 5 2.2e16
MT2 95 88,61 87,581 89,65 5 2.2e16

B Taxa.de.Acerto
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T T T
PCA MO MT1 MT2
Algoritmos Algoritmos

1.0
0.90
|

¥
[
1

0.9
0.80
I I

Taxa de Acerto (%)

0.8
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Figura26: Nasalidadé Acuracia maxima registrada x médiaatairacia dos métodosonte:
O Autor (2016).

O Boxplot apresenta distribugcdo empirica dos dados. Nele padeperceber apesar
da semelhanca, constatada na Tabgkntre os métodos PCA e MO, esse Ultimo por possuir
maior variabilidade alcanga melhor valor maximo da acuracia. Enquentealores de
desempenho para os métodos multiobjetivo apresesgacomo a favor de MTAplicando

se oteste binomiatoncluise qe MT1 éde fato melhogue MT2

9 Limiar de 50%
f N2vel de signific©necia U = 0,05 (5%)
1 p-valor =9.313el0.

O mesmo teste infere que MT1 superard MT2 em mais de ApS%turoscasos,
sendo,dos casos apresentados nas duas amosioiido 100% de sucessoA Figura 27

dispbe esses dados ordenados pistalizacdo d comportamentaas amostras
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Figura27: Nasalidadé Acuracia dos métodos MT1 e MTRonte: O Autor (2016).

5.3.1.2. Sensibilidade

O problema de nasalidadémrequer nenhuma exigéncia sobre a incidgueniicular
de fals® positivos ou de falsos negatiy@simporéncia daocorrénciade um ou de outré a
mesmaEsperasesomente que a solugéo utilizada faga boa distingdo entre um som nasal ou
oral. Entretato, como € objetivo desta experimentacdo averiguar a capacidade de
determinado meétodo corresponder melhor a restricbes, escolhemos investigar o
comportamento daensibilidade Nesse caso a miela caresponde a probabilidade de uma

solucaoclassificarumsm como finasal 0O quando este de f at

Os resultados obtidos pelo teste de sensibilidade ferrtibrados O método MO
chegou a alcancar o melhor resultgiid0%) entretanto ao visualizar a distribuicdo empirica
dos dados oxplot da Figura 28) percebese que se tratou de um resultado discrepante.
Quanto aos demais algoritmos, aqueles que obtiveram melhor desempenho foram
multiobjetives. MT1 parece ser mais constantea Malizac@o do teste T é constatado ejae

possui um intervalo de confiea melhor(Tabela6).
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Figura28: Nasalidadé llustracdo do teste de sensibilidade obtidmmte: O Autor (2016).

Tabela6: Nasalidadé Resultado dos testes T para cada método + méaxima sensibilidade
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registrada.
Maior o Intervalo de Nivel de significAncia
o Média (%) ] p-valor
sensibilidad€%) confianca (%) (%)
PCA 76,67 74,89 735971 76,19 5 2.2e16
MO 100 80,22 76,761 83,68 5 2.2e16
MT1 100 95,11 94,2671 95,96 5 2.2e16
MT2 100 89,88 88,271 91,51 5 2.2e16

em relacado a MT2 obtivemps

visualizado no grafico da Figur29, onde o percentual de falsos negativos para ambos

9 Limiar de 50%

1 Nivel designificancia5%

1 p-valor=

4.34e07,

algoritmos esté ilustrado

Aplicando o teste binomial para comprowstatisticamenta superioridade de MT1

A probabilidade de MT1 superar MT2 é €833%. Esse comportamento pode ser
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Figura29: Nasalidadé Taxa de Falso Negativo para cada instancia de MT1 e MT2.

Quantomenor, melhorFonte: O Autor (2016).

5.3.2. Analise dos resultados

Para esta arélise utilizamos as mesmas hipoteses do primeiro experimento,

recordemeas a seqguir:
Hipotese 1: Acuracia da solucao.

1 HO: O uso do modelo de otimizacauultiobjetivo ndo melhora a acuracia da
classificacao.
1 H1: O uso do modelo de otimizacgdultiobjetivo melhora a acuracia da

classificacao.
Hipotese 2: Sensibilidade da solucéo.

1 HO: O uso do modelo de otimizacauwiltiobjetivondo melhora a sensibilidade
da classificaga.
1 H21: O uso do modelo de otimizag&uiltiobjetivo melhora a sensibilidade da

classificacao.

O teste tomou como baser@todo MT1queobteve melhor desempentio que MT2

em ambos osritérios e, comparoso com MQ ja que alguns de seus resultados intentede
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com os resultados d&IT1, enquanto PCA fica atrds do mesmoTabela7 apresenta os

resultados ao testar hgpodtesas.

Tabela7: Resultados dos testes binomial (MT1 e MO) para cada hipotese.

Limiar Nivel de significancia Intervalo de confianca p-valor
Hipdtese 1 50 % 5% 90,5%- 100 % 9.313-10
Hipotese 2 50 % 5% 72,04%- 100 % 2.974e05

5.3.2.1. Sustentacéao

A respeito da acuracia do métodagp-valor € menor que o nivel de significaneia
nesse caso &ipotese nulaé descartada. Isso quer dizer gestaticamente eonétodo de
otimizacdo multiobjetivo com diminuicdo de falsos negativos (MT1) é superior aos
otimizacdo monabjetivo em mais danetade dos casoE. de acordo com 0 mesntestea
probabilidadede isso ocorreé de maior que 90,%. Quanto a sensibilidade de MT1, e p
valor do teste também é menor do que a sidgifia,portanto ndo cabe a hipbtese nula. A
probabilidade de MT1 superar MO no critério da sensibilidad&iér que 72,04%para 0s
dados manipuladoseaefoi de 8667%.

5.4. Consolidacao dos Resultados

Ao serem analisadoss métodosem termos de acuracia e sensibilidadeese-se
importantes indicativos de que a solucAuwltiobjetivo tem um peso significante na
efetividade da solucdo de problemas de CAATabela8 resume ométodoque obteve

melhordesempenhem cada critériaos dois experimentos realizados

Tabela8: Resumo do desempenho de cada método por base de audios.

Acuracia Sensibilidade
M.A.S. MT1 apresentsemelhor MT1 apresentaemelhor
Nasalidade | MT1 apresentaemelhor MT1 apresentaemelhor

Nessesentido podese afirmar que MT1algoritmo genéticanultiobjetivo em que o
segundo objetivo &eduir falscs negativocombinado coml-NN, foi a melhor solucéo

encontrada.
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Os problemas tratados nos experimentos sao reais 0 que vem evidenciar a
aplicabilidade do método. O indicativo particmente interessante do quanto ele pode ser
promissor é a aproximacao com a solucéamercialoriginal, canentada em Araujo (2014)

Em um problema de duas classes:disparo de arma de fogoj 2utro barulho, a solucéo ja
comercializadabteveuma reducéo de erara3,57% ARAUJO, 2014)ja a proposta nesse
traballo chegou a reduzir o erro para P@Zequivalente a acuracia 82,686 do método

MT1 na Tabel&), entretanto havendo uma diferenca na base de dadoso a quantidade e
tipo de sons ja que o problema original esta distinguindo disparos de arma de fogo de
gualquer outro som, enquanto @iplema tratado aqu distinguir entre disparos de arma de
fogo e fogos de artificio, que séo classes mais semelhanpestantoa distingdo émais
dificil. E possivel que a solucéo proposta ofereca resultadssinteressantesm mesma base

do problemaoriginal. Uma oportunidade de estufiduro.

Além das conclusfes estatisticas alguns aspectos podem ser destacados a respeito de
cada método. A otimizacdo de caracteristica cdPCA e o algoritmo genético simples sao as
maisrapidas, cheganda@osresultados em minutos, enquaice aabordagenmmultiobjetivo
costumou dar resultadoem hora. No entanto levando em conta que € um processo
automatizado o resultado € mais interessante do que solu¢cdes manuaisaddmao &lo fim
das contas, a eliminacdo da etapa de selegdon da execu¢cdoodEDS (Capitulo 3, Secao
3.5.2.4) embora simplifique o processo ndo deixa a solu¢do mais agil.

A solucao proposta neste trabalho foi aguela implementada pelos dois métodos MT1 e
MT2 e mostrase estatisticamente superas demais. E claro, isso € dito somente a respeito
da capacidade de otimizacdo de caracteristicas de audio. Nao houve preocupacdo em otimizar

o algoritmo classificadoguefoi fixado.

Remetendese a solucdo esperadi®d Capitulo 2 podese perceber qua solucao

propostacorrespond@ expecativa da pesquis@or assindizer:

1 Encontar em tempo viavel um conjunto de caracteristicas de audio que possam
representar os dados.
CorretudeA solucéo influenciowma melhoralos resultados da classificacéo.
Adequacédo:A solucdo levou em conta agarticularidadesdos problemas,
buscando a satisfacéo de restricdes
Disponibilidade de cédigo: Solucao aberta.

ReusabilidadeA técnicapode ser empregada em variip®s de problema.
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1 Economia deconhecimento especializadddo € necessio conhecer a natureza
das caracteristicas de audio, basta somente o0 manuseio das tecnologias de

classificacao.
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0. Conclusoes

A é&rea de classificacdo de audio € enorme e diversificmelo 0 aprendizado de
caracteristicas um aspecto muito importante. Apesar dos avangos relevantes alcancados com o

Deep Learningesse trabalho mostrou que ainda ha espaco para melhorias em outros sentidos.

O principal intuito da solucdo proposta é melhorar o desempenho do conjunto de
caracteristicas de audio nas atividades de classificacdo. InspiraBHgrtraotor Discovery
Systemousouse extrapolar o espaco de caracteristicas genéricas, que normalmente sao as
empregads nas fases de extracéo e selegdo, buscando construir solu¢des mais dindmicas, que

nado sao facilmente pensadas por um especialista.

Essas solucdes estédo intrinsecamente ligadas ao algoritmo de classificacdo,utilizado
uma vez que néo foi realizada nenlaubusca ou tentativa de melhorar o classificador atraves
do ajuste de seus parametrigesmo assim a classificacdo produziu resultados interessantes
Concluise que as caracteristicas analiticas exploradas otimizam o classificador para aquela
base de dadadilizada. Ou seja, apesar de um tipo de classificador ndo ser adequado para um
dado problema del@ssificacdoAutomatica de Audi@ possivel melhorar seu desempenho
através do desenvolvimento de cardsterasanaliticasIsto ndo quer dizer que outiipa de
classificador configurado com outros parametros nao possa daperas que, dentroedsus
especificacoegle serd otimizadoPortantoExpertMIR pode secapazde otimizar todo tipo

de classificador de audio

A necessidade de ferramentas queiliem a comunidade no desenvolvimento de
caracteristicas de audio pode ser suprida por implementacées da abordagem proposta por este

trabalho.

Levandese em conta a dificuldade de processo e de cust@onaepcdo de
caracteristicaanaliticas e, visando uma melhor adaptacédo a natureza de alguns problemas de
CAA, buscouse desenvolver uma alternativa que se adeqadassressidades da ar&om



62

os resultados dos experimentos consolidadogpdssivel afirmar a utilidade da proposta.
ExpertMIR é uma solucdo aberta e (hkh otimizacdo de caracteristicas acusticas
principalmente quando ndo se pode contar com especialistas, ou ndo se dispde de recursos €

tempo, ou até mesmo quando uma solucéo for dificil de ser concebida analiticamente.

E importante ampliar a comparagdo com outras abordagens e fazer testagrasm
basesa fim de identificar eventuais limitacdds® modeloou evoluilo. Sendo assinmossos
materiais e métodos ficam disponiveis para que outros possam realizar novos estudo

pesquisas complementares.

6.1. Trabalhos futuros

E possivel se pensar em um método de otimizacdo que esteja simultaneamente
preocupado em otimizar o conjunto de caracteristicas e o tipo de classifidgatioar
meétodos especificos de metprendizagem com&equential Model Algorithm Selection

(SMAC) durante o processo apreses¢acomo perspectiva atraente para trabalhos futuros.

Entendemosambém que o diferencial da técnica em relagéo a solucao janexidte
EDS € a multiobjetividade de seu algoritmidesse campo ha diversas possibilidades:
utilizacdo de mais de dois objetivos, identificagdo do melhor segundo objetivo, otimizacao
dos parametros do mesmo algoritmo e Attiecessidade de preencher a fecdeixada por
essas opcoes também abre novos caminhos para pesdaisd®em € possivel crescer na
performance da técnica utilizando CUDAgmpute Unified Device Architectyrepara

paralelizagao.

Uma outra sugestao atraente esta no fatdaehet (2007p.6) demonstrar que é
possivel aproximase de caracteristicaggenéricasdesconhecidastravés daexploracao
analitica. Ou seja, mesmo sem conhecer seu iuramento € possivel imitar seu
comportamentoSe € possivelimitar tais caracteristicas, serieoncéivel tambémimitar

models de classificacdo?

Por fim, existe também a possibilidade de expansdo da pesquisa para outros dominios

de conhecimento, como processamento de imagens ou classificagdes diversas.
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APENDICE A —Extractor Discovery
System Alguns aspectos

1. Lista de operadores basicos:

Abs HEC Pitch

Arcsin HMean PitchBands
AttackTime HMedian Fower
Autocorrelation HMax Range

Bandwidth HMin RemoveSilentFrames
BarkBands HpFilter RHF

Bartlett Integration Rms

Blackman Inverse SpectralCentroid
BpFilter Igr SpectralDecrease
Centroid Length SpectralFlatness
Chroma Logl( SpectralKurtosis
Correlation LpFilter SpectralRolloff
dB Max SpectralSkewness
Differentiation MaxPos SpectralSpread
Division Mean Split

Envelope Median SplitOverlap

Fft MelBands Sgrt

FilterBank Min Square

Flatness Mfccl Sum

Hamming Mfcc Triangle

Hann Multiplication Variance

Hanning Normalize Zcr
HarmSpectralCentroid Nth Harmonicity(Praat)
HarmSpectralDeviation NthColumns Ltas (Fraat)
HarmSpectralSpread PeakPos

HarmSpectralVariation Percentile

Figura30: Operadores usados em Pachet e Roy (2007).

2. Representacdo dapts de dadostilizados

Representacao Significado

«a» amplitude

«t» tempo

«f ». frequéncia

«t:a» Sinal de 4udio (tempo/amplitude)
«f:a» Frequéncia/amplitude

«Vta » Vetor de sinais de audio

«Vfa » Vetor de sinais de frequéncias
«Va » Vetor de valores




3. Tipos de operadores:
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MEAN:« TESTWAV » A « Mean (TESTWAV) »
«t:a» A «a»
<Xy » A <y »
MEAN:«MFCC(TESTWAV, 10)»A « Mean (MFCC (TESTWAV, 10)) »
«Va» A «a»
« VX » A KX »
SPLIT « TESTWAV » A « Split (TESTWAV, 1000) »
«ta» A «Vt:a»
<« X» A « VX»
FFT « TESTWAV » A « Fft (TESTWAV) »
« t:a» A «fa»
FFT « Fft (TESTWAV) » A « Fft (Fft (TESTWAV)) »
« f:a» A «t:a»
<Xy » A <« XN-11y »
HPFILTER TESTWAV, 1000 »A « HpFilter(TESTWAV, 1000) »
«t:a», «f» A «t:a»

4. Operadores Geneéricos

C ?_a (TESTWAV): 1 operator

A Mean (TESTWAV):  «ta» A «a»

A Variance (TESTWAV): «t:a» A «a»

C * a (TESTWAV): several operators«é » output type
A «Square (Mean (TESTWAY))

Square (Mean (TESTWAV))

«a» a «a» a « t:a»
C ! a (TESTWAV): sevemerators of any type
A «Square (Max (Fft (HpFilter (TESTWAYV, 1080)))

Square (Max (Fft (HpFilter (TESTWAV, 1000)))

«a» a «a» a «fa» a «ta» a « t:a»
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