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Resumo

A avaliagao de algoritmos de aprendizado de maquina supervisionados em uma tarefa
particular geralmente é feita por meio de avaliacao empirica em dados observacionais
do mundo real. No entanto, as vezes nao ha dados anotados anteriormente disponiveis.
Conjuntos de dados sintéticos tém ganhado destaque como alternativa para avaliagao eficaz
de classificadores, uma vez que sao acessiveis, rotulados e de complexidade parametrizavel.
A geracao de tais conjuntos de dados sintéticos com caracteristicas conhecidas tras muito
valor para o processo de avaliacao de algoritmos. Esses conjuntos de dados podem ser
gerados levando em consideracao uma variedade de métricas de descri¢ao, tais como, como
namero de atributos, nimero de instancias e distribui¢ao dos dados. A geragao de bases de
dados com diferentes niveis de complexidades, bem anotados, é uma tarefa que pode trazer
bastante beneficio na avaliacao de desempenho de classificadores em cenarios diversos.

O presente trabalho trata a tarefa de geracao de dados sintéticos com atributos
parametrizaveis. Entre esses atributos podemos citar a distribuicao dos pontos e seu
ruido, namero de instancias, nimero de atributos e de classes. Além disso, como maior
contribuicao deste trabalho, tratamos a geragao de dados de complexidade parametrizavel
como um problema de otimizacao de muitos objetivos, pois é possivel escolher quantos
atributos de complexidade serao otimizados e quais serao considerados.

Os resultados mostram que a proposta é capaz de gerar dados sintéticos com valores
de atributos especificados pelo usuario, bem como gerar dados com diferentes niveis
de complexidades, mesmo o presente problema de otimizacao apresentando objetivos
conflitantes. Para fins experimentais, a abordagem foi avaliada na geracao de dados
sintéticos considerando-se quatro cenérios diferentes de parametrizagao de complexidade.
A abordagem foi comparada com a estratégia exaustiva e aleatoria de geracao de dados
sintéticos, apresentando resultados aderentes a abordagem exaustiva, ou seja, satisfazendo
a parametrizacao desejada pelo especialista. Além disso, para complementar a anéalise,
algoritmos de classificagao foram treinados e testados nas bases geradas com o intuito de
analisar seus comportamentos em diferentes niveis de complexidade.

Os resultados mostraram que a geracao de dados sintéticos com complexidades conhecidas
sao lteis para verificar o comportamento e desempenho dos algoritmos, inclusive, podendo

a comparagao dos resultados de desempenho de um determinado algoritmo para cada



nivel de problema (facil, médio, dificil e muito dificil) serem usadas como apoio para

recomendacao do algoritmo para um tipo de problema.

Palavras-chave: Geragao de dados sintéticos. Algoritmos de otimizacao. Medidas de

complexidade. Computagao evolutiva. Otimizacao de muitos objetivos.



Abstract

The evaluation of supervised machine learning algorithms on a particular task is usually
done through empirical evaluation on real-world observational data. However, sometimes
previously annotated data is not available. Synthetic datasets have gained prominence as
an alternative for the effective evaluation of classifiers, since they are accessible, labeled
and with parameterizable complexity.

The generation of such synthetic datasets with known characteristics brings a lot of value
to the algorithm evaluation process. These datasets can be generated taking into account
a variety of description metrics such as number of attributes, number of instances and
data distribution. The generation of well-annotated databases with different levels of
complexity is a task that can be very beneficial in evaluating the performance of classifiers
in different scenarios.

The present work deals with the task of generating synthetic data with parameterizable
attributes. Among these attributes we can mention the distribution of points and their
noise, number of instances, number of attributes and classes. Furthermore, as a major
contribution of this work, we treat the generation of parameterizable complexity data
as an optimization problem with many objectives, as it is possible to choose how many
complexity attributes will be optimized and which will be these attributes.

The results show that the proposal is capable of generating synthetic data with attribute
values specified by the user, as well as generating data with different levels of complexity,
even with the present optimization problem presenting conflicting objectives. For
experimental purposes, the approach was evaluated in the generation of synthetic data
considering four different complexity parameterization scenarios.

The approach was compared with the exhaustive and random strategy for generating
synthetic data, presenting results that adhere to the exhaustive approach, that is, satisfying
the parameterization desired by the specialist. Furthermore, to complement the analysis,
classification algorithms were trained and tested on the generated bases in order to analyze
their behavior at different levels of complexity.

The results showed that the generation of synthetic data with known complexities are
useful to verify the behavior and performance of algorithms, including the comparison of

performance results for a given algorithm for each level of problem (easy, medium, difficult



and very difficult ) be used as support for recommending the algorithm for a type of

problem.

Keywords: Synthetic Dataset generation. Optimization Algorithms. Complexity

measures. Evolutionary computation. Many-objectives Optimization.
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1 Introducao

Atualmente, varios algoritmos de classificagao estao sendo usados em uma grande
variedade de tarefas distribuidas em muitas areas como medicina, seguranca, negocios e
educacao (XIA et al., 2011),(HARPER, 2005), (KAUR et al., 2015). Devido a grande
heterogeneidade de tais tarefas e as particularidades que tornam um algoritmo especifico
melhor do que outros, é necessario analisar a qualidade do classificador em termos de
desempenho de classificagao (acurécia, precisao, recall e outros) e com relagao aos custos
computacionais (LORENA et al., 2012). Essas analises empiricas auxiliam o especialista
na sele¢ao do classificador mais adequado para seu problema especifico (LORENA et al.,
2012).

Uma pratica comum, para avaliar o desempenho de um ou mais classificadores,
é treina-los e testa-los em diferentes bancos de dados, a maioria destes, publicamente
disponiveis. No entanto, observou-se que tal pratica pode ter suas limitagoes (AMANCIO
et al., 2014).

A primeira é que a estimativa de desempenho do classificador pode estar associada
a sua propria limitagdo ou com a complexidade do proprio conjunto de dados (por exemplo,
dados nao representativos ou ausentes, desequilibrio de classe e outros). Testar diferentes
algoritmos nos mesmos conjuntos de dados pode parecer superar esse problema, pois a
complexidade do conjunto de dados é compartilhada por todos os algoritmos considerados.
No entanto, isso também pode levar a conclusoes enganosas, pois ha complexidades no
conjunto de dados que podem afetar os algoritmos de aprendizagem de diferentes maneiras
(AMANCIO et al., 2014).

A segunda limitacao é que, mesmo que os resultados obtidos sejam consistentes,
quando comparados com centenas de conjuntos de dados do mundo real os resultados ainda
permanecem especificos para os conjuntos de dados considerados na avaliacao experimental.
Tentar estender as informagoes obtidas a partir dessas analises para um conjunto de dados
diferente pode ser ineficaz (SOARES, 2009). Além disso, obter mais bancos de dados com
caracteristicas diferentes para avaliar classificadores em diferentes aspectos, ¢ uma tarefa
complicada e muitas vezes cara (SOARES, 2009).

Diante dos aspectos apresentados acima, bancos de dados sintéticos tém ganhado

destaque como alternativa para avaliacao classificadores, uma vez que sao acessiveis e
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parametrizaveis (LORENA et al., 2012). Embora os bancos de dados sintéticos nao estejam
diretamente associados a conjuntos de dados reais especificos, eles podem ser usados como
representagoes de grandes classes de dados (AMANCIO et al., 2014).

Devido a natureza parametrizével das bases sintéticas, é possivel criar uma base de
dados que sigam caracteristicas especificas, possibilitando analisar o comportamento dos
classificadores em varios cenarios. Diferentes estratégias tém sido propostas para a geracao
de bancos de dados sintéticos para problemas de classificacao. Uma abordagem comum
é criar exemplos seguindo uma distribuigao especifica (AMANCIO et al., 2014), ou por
exemplo, uma determinada correlagao de Pearson (FILHO; JUNIOR, 2009). Suponhamos
que queremos criar um banco de dados sintético a partir de uma distribuicao normal, com
médias e variancias diferentes para as diferentes classes. Modificando os valores das médias
e variancias, é possivel construir diferentes bases de dados, com taxas distintas de classes
sobrepostas.

Outra abordagem propoe a geragao de bancos de dados sintéticos modificando
a estrutura geométrica dos dados (Macia et al., 2009), o que pode ser feito por meio
de medidas de complexidade (Macia et al., 2009), (Melo; Lorena, 2018). Essas medidas
de complexidade foram introduzidas por (HO; BASU, 2002), e tém sido adotadas em
diferentes tipos de analises nos tltimos anos como em (MACIA et al., 2008-a) e (Macia et
al., 2010).

As medidas de complexidade extraem caracteristicas estatisticas e geométricas dos
conjuntos de dados, para um determinado problema de classificagao, a fim de calcular sua
complexidade.

Em tais cenarios, alguns estudos tém proposto a otimizagao de diferentes medidas
a fim de gerar bancos de dados sintéticos com diferentes niveis de complexidade. Isso
geralmente ¢ obtido pela aplicagdo de algoritmos de otimizac¢do (mono- ou multi-objetivo)
para a geracao dos conjuntos de dados sintéticos. Existem abordagens que criam um novo
banco de dados sintético (Macia et al., 2009), (MACIA et al., 2008-b) ou que fazem uma
amostragem de conjuntos de dados pré-existentes (Macia et al., 2010), (Melo; Lorena,

2018), para chegar a um determinado valor de uma ou mais medidas de complexidade.
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1.1 Problema de Pesquisa

A geragao de dados sintéticos é motivada, principalmente, pela falta de dados
previamente anotados em repositérios puiblicos e pela falta de disponibilidade de dados
reais. Além disso, os dados sintéticos, especificamente, os gerados nesse trabalho, tem
uma caracteristica muito valorizada em experimentos e testes. Eles sao parametrizaveis
com relagao ao seu grau de dificuldade, parametros esses que levam em consideracao
algumas métricas de complexidade que sao diretamente responsaveis pelo desempenho de
algoritmos de classificagao, podendo o usuéario gerar dados sintéticos exatamente com as
caracteristicas necessarias para um determinado experimento.

Um dos desafios da pesquisa é que, até o momento, os trabalhos relacionados
consideraram no maximo trés medidas de complexidade a serem otimizadas no processo
de geracao. Além disso, o problema vem se mostrando complexo e demanda muito
recurso computacional e tempo. Muitas areas de conhecimento distintas se utilizam de
algoritmos de classificacao e alguns algoritmos se saem melhor em um determinado tipo
de competéncia.

Com isso, surge a seguinte questdo: E possivel gerar dados baseados considerando

miultiplas medidas de complexidade usando a otimizagao de muitos objetivos?

1.2 Proposta

Este trabalho propoe um método de otimizacao para a geragao de novas bases
de dados sintéticas levando em consideracao quatro diferentes medidas de complexidade
que podem ser escolhidas entre as medidas de sobreposi¢ao de atributos (F1), medidas
de linearidade (L2), medidas de vizinhanga (N1) e (N2), medidas de rede (ClsCoef),
medidas de dimensionalidade (T2) e medidas de balanceamento de classes (C2). Vale
ressaltar que os trabalhos relacionados, até o momento, consideraram no maximo trés
medidas de complexidade a serem otimizadas no processo de geracao. Como principais
contribuigoes deste trabalho, destacamos: i) uso de um algoritmo de otimizagao de muitos
objetivos (MaOA) para geracao de dados sintéticos; ii) proposigao de um setup experimental
para o uso de MaOA para o problema de geracao de dados baseado na complexidade e
iii) proposi¢ao de uma ferramenta publica de geracao de dados sintéticos baseados em

complexidade.
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O método proposto foi avaliado na geracao de conjuntos de dados sintéticos
compostos por 100 e 500 instancias com 2 e 10 atributos sendo, os pontos, dispostos
usando distribui¢oes gaussianas diversas e variagao de ruido que aumentam e diminuem a
proximidade dos atributos da base. Além disso, como meio de confirmagao do desempenho
do algoritmo genético para muitos objetivos, utilizamos o mesmo experimento realizado
com 0 MaOA em uma geragao aleatoria onde a populagao e todos os individuos sao gerados
de forma aleatoria, sem o auxilio do MaOA. Os resultados demonstram que o problema é
desafiador, e a proposta é capaz de otimizar objetivos conflitantes, gerando conjuntos de
dados de complexidades especificas. As figuras comprovam que os dados sintéticos gerados

trazem desafios diversos para os classificadores e podem agregar conhecimento sobre eles.

1.3 Objetivos

1.3.1 Objetivo Geral

O principal objetivo deste trabalho é a geragao de conjuntos de dados sintéticos
baseados em quatro medidas de complexidade usando algoritmos de otimizagao de muitos
objetivos para buscar valores e atributos especificos, gerando assim bases de dados relevantes

para o processo de avaliacao de classificadores.

1.3.2 Objetivo Especifico

Para atingir o objetivo geral foram definidos os seguintes objetivos especificos:
e Realizar revisao da literatura verificando técnicas de geracao de dados sintéticos que
usam abordagens de otimizagao;
e Anélise das medidas de complexidade existentes;
e Analise dos parametros que serao utilizados pelo algoritmo de otimizagao;
e Implementacao e adaptacao do algoritmo de otimizagao para a geracao de conjunto
de dados sintéticos baseados na complexidade;

e Teste dos dados gerados em classificadores para anélise dos seus resultados;
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1.4 Estrutura do Trabalho

Esta dissertacao ¢ comporta pelo capitulo de introducao e mais 7 capitulos
organizados da seguinte forma:

Capitulo 2: Sao apresentados os conceitos bésicos necesséarios para o entendimento
deste trabalho, tais como, algoritmos genéticos, otimizagao, e conceitos de medidas de
complexidade dos dados.

Capitulo 3: Neste capitulo tratamos dos trabalhos relacionados, mostrando o que
ja foi estudado sobre geracao de conjuntos de dados usando abordagens evolucionarias.

Capitulo 4: Neste capitulo é apresentada a proposta da dissertacao, sua motivagao
e a formalizacao do trabalho desenvolvido.

Capitulo 5: Neste capitulo sao apresentados os experimentos desenvolvidos e
como os mesmos foram realizados.

Capitulo 6: Neste capitulo sao apresentados os resultados obtidos nos
experimentos, bem como a visualizacao e analise dos dados.

Capitulo 7: Neste capitulo sao apresentadas nossas conclusoes sobre todo o
trabalho desenvolvido.

Capitulo 8: Neste capitulo sao apresentadas as contribuicoes, limitagoes e

trabalhos futuros.
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2 Fundamentacao Teoérica

Este capitulo apresenta conceitos bésicos necessarios para um melhor entendimento

sobre o trabalho desenvolvido.

2.1 Algoritmos Genéticos

A Computacao Evolutiva é uma subérea de estudo da Inteligéncia Artificial que
busca, nos conceitos de evolugao, inspiracao para construir sistemas de otimizagao. Dentre
os métodos pertencentes a essa subarea, temos os algoritmos genéticos (GAs) que foram
introduzidos por (HOLLAND et al., 1992). Segundo (LINDEN, 2008), GAs sao um ramo
dos algoritmos evolucionarios que podem ser definidos como uma técnica de busca baseada
em uma metafora do processo bioldgico de evolugao natural, Linden (2008)/ ainda destaca
que algoritmos genéticos sao técnicas heuristicas de otimizacao global.

Os algoritmos genéticos usam um processo analogo ao biologico para encontrar
solugoes para problemas de otimizacgao, tratando possiveis solu¢oes como individuos e
organizando suas informagdes como em um cromossomo. A cole¢ao de individuos é
chamada de populacdo, e os operadores genéticos (mutacao, cruzamento, sele¢ao) sao
aplicados sobre os individuos promovendo a evolugao (DAVIS, 1991). O espago composto
por todas as possiveis solugoes candidatas & resolucao do problema é chamado de espaco
de busca. As solucgoes do espaco de busca sao avaliadas através de uma funcao de aptidao
(fitness), que quantifica a qualidade da solugao. A funcao de fitness é particular, e varia
de acordo com o que deseja ser resolvido. Considerando como exemplo um problema
para geracao de textos com um portugués correto, uma possivel funcao de fitness seria a
quantidade de ntimero de erros. (KOZA, 2004). O fitness, na maioria das vezes, é usado
na etapa de selecao onde podemos fazer com que os individuos mais bem avaliados sejam
selecionados para a reproducao e, em alguns casos, individuos com classificacoes baixas

podem ser selecionados com o objetivo de manter a diversidade na populagao.



23
2.2 Otimizagao

Quando um problema de otimizacao é representado por uma tnica fungao de fitness
ele ¢ definido como "mono-objetivo"ou SOOP (single-objective otimization problem). Nessa
classe de problemas, os métodos de otimizacao tentam encontrar uma solucao "viavel"que
represente o minimo (ou maximo) da fungao objetivo. Existem casos que se procura obter
a "melhor resposta'"em mais de um aspecto do sistema e, consequentemente, atender a
varios objetivos simultaneamente. Esse tipo de problema é definido como “multiobjetivo”
ou MOOP (multi-objective otimization problem).

Problemas de otimizacao com dois a trés objetivos conflitantes sdo conhecidos como
problemas multiobjetivos. Esses problemas tentam encontrar solugoes que satisfacam
todos os objetivos conflitantes ao mesmo tempo. Problemas multiobjetivos podem ser
caraterizados da seguinte forma: dado um vetor de fungoes ( f) cujos componentes
representam funcgoes objetivo a serem otimizadas, o objetivo é encontrar um vetor de
solugoes que atendam as restrigoes definidas e também otimize f a0 mesmo tempo.

Mais especificamente, considere o espaco de solugoes definido como S, e um conjunto
de fungdes objetivos f (%) := [f1(Z), fo(Z), ..., fo()], onde T = (21,22, ...,2,) € R" & 0
vetor de parametros em S. A tarefa de otimizagao é encontrar um conjunto de solugoes
Sort — S| com base no vetor de funcoes objetivo f (Z). Um problema geral de otimizagao

multiobjetivo pode ser definido como:

minimize f (Z) = [f1(Z), fo(Z), ..., fu(D)] (2.1)

Sujeito a:
g () <0 1=1,2,..p, (2.2)
hi(T)=0 j=1,2,..4q (2.3)

onde ¥ = (z1, X2, ..., ;) € R" é um vetor no espago de busca; k é o numero de objetivos
e g1 (%) e h; (¥) sdo as fungdes objetivos e a soma de p e ¢ ¢ o numero de objetivos do
problema.

Em um problema de otimizacao multiobjetivo nao-trivial, nao existe um tnico

esquema que maximize simultaneamente todos os critérios. Nesse caso, diz-se que o
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problema possui objetivos conflitantes e existe um conjunto (possivelmente infinito) de
solugoes Otimas. Esse conjunto é comumente chamado de conjunto (ou frente) de Pareto.
Para dois ou trés objetivos, um conjunto de Pareto pode ser visualizado em um gréfico
de dispersao (scatter plot) que tenha em seus eixos a resposta para cada objetivo como
mostrado na Figura 1.

Figura 1 — Exemplo de um conjunto de solugoes com objetivos conflitantes e sua frente de
Pareto tracada em vermelho.

Objetiva 2
8 8 5 8 3 8

=]
=]

=
=

=
L]

Objetivo 1

Fonte: O Autor.

Os algoritmos multiobjetivos geralmente funcionam muito bem em problemas com
dois e trés objetivos. No entanto, segundo (HISAO ISHIBUCHI et al., 2008), a capacidade
de busca de algoritmos multiobjetivos como o Strength Pareto Evolutionary Algorithm
(SPEA) (ZITZLER; THIELE, 1999) e o Non-Dominated Sorting Genetic Algorithm II
(NSGA-II) (DEB et al., 2002) ¢ deteriorada conforme o nimero de objetivos aumenta.
Conforme isso acontece, quase todas as solugoes em cada populagao se tornam nao
dominantes. Isso enfraquece o modelo de selecao baseada na dominancia de Pareto e a
propriedade de convergéncia dos algoritmos multiobjetivos é severamente impactada, visto
que a frente de Pareto é uma hiper-superficie, e sua aproximacao aumenta exponencialmente
com o aumento do nimero de objetivos.

Problemas multiobjetivos com quatro ou mais objetivos sao frequentemente
chamados de problemas com muitos objetivos ou Many-objective Optimization. Alguns
estudos como (ANDRA; Fleming, 2011), (HADKA; REED, 2013), (BADER; Zitzler,
2011) entre outros, sugerem alteragoes em algoritmos multiobjetivos para melhorar
seu funcionamento em problemas de muitos objetivos, trazendo resultados promissores.

No entanto, algoritmos exclusivos para o cenario de muitos objetivos passaram a ser

desenvolvido, como o NSGA-IIT (DEB; JAIN, 2014).
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2.2.1 NSGA-III

Segundo (DEB; JAIN, 2014), o NSGA-IIT é uma evolugao do NSGA-IT (DEB et al.,
2002) e funciona de forma muito semelhante. O NSGA-III usa um conjunto de pontos de
referéncia para garantir a diversidade nas solugoes obtidas, esse procedimento é descrito
da seguinte forma:

Primeiro, o usuério define um conjunto de pontos de referéncia H ou uma abordagem
estruturada é utilizada para cria-los, o conjunto H contém p divisoes para cada eixo objetivo,
em um hiperplano M-dimensional que passa por cada eixo objetivo no ponto 1, 0.
Figura 2 — Distribuicao de 15 pontos de referéncia em um hiperplano tridimensional com

4 divisoes para casa eixo de objetivo.

3

Ponto de

referéncia \

Hiperplano
normalizado

Linha de é
referéncia

Fonte: Adaptado de (Deb; Jain, 2014).

Todo ponto de referéncia tem como origem o ponto ideal da populagao no espaco
de busca e da origem a uma direcao de referéncia, entao, outro hiperplano M-dimensional
¢ encontrado identificando os pontos externos em cada eixo objetivo, os objetivos sao
normalizados de modo que o novo hiperplano coincida com o hiperplano marcado com
os pontos de referéncia, em seguida, os individuos sao associados a dire¢ao de referéncia
mais proxima no espaco objetivo normalizado e finalmente, uma vizinhanca é formada
pelos individuos mais préoximos de uma determinada dire¢ao. Vizinhangas pequenas sao
melhores para manter a diversidade.

O resultado ideal no fim da execugao seria um membro para cada ponto de referéncia.
A figura 2 tras um exemplo de H = 15 pontos de referéncia estruturados e distribuidos em

um hiperplano normalizado, com M = 3 objetivos e p = 4 divisoes. Também sao descritos
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o ponto ideal e uma das direcoes de referéncia. Os pontos de referéncia H foram criados

usando a abordagem sistematica de (DAS; DENNIS, 1998) que é dada por:

()

Existem outros algoritmos que podem ser usados para problemas de muitos objetivos,
o NSGA-III tem alcancado resultados promissores nesse tipo de problema como visto em

(FRANCA et al., 2020), por isso o mesmo foi adotado nesse trabalho.

2.3 Complexidade dos dados

Tabela 1 — Categorias das principais medidas de complexidade

Classificagao Breve descrigao

Medidas de sobreposi¢cao de | Mostram o quao informativos sao os atributos
atributos disponiveis para separar as classes

Medidas de linearidade Tentam demostrar em ntmeros a possibilidade das
classes serem separadas linearmente

Medidas de vizinhanca Caracterizam a presenca e densidade de classes
iguais ou diferentes nos vizinhos locais

Medidas de rede Extraem informacoes estruturais do conjunto de
dados o modelando como em um grafico

Medidas de dimensionalidade | Avalia a dispersao dos dados com base no niumero
de amostras em relagao a dimensionalidade

Medidas de balanceamento | Consideram a proporcao do nimero de exemplos
de classes entre as diferentes classes

Fonte: O autor

2.3.1 Medidas de Sobreposicao de Atributos

Essa categoria possui medidas que avaliam o poder discriminativo dos atributos.
Se houver pelo menos uma caracteristica muito discriminativa no conjunto de dados, o

problema sera considerado mais simples do que se nao houvesse nenhum atributo com
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essas caracteristicas. As medidas dessa categoria requerem que os atributos tenham valores
numéricos e a maioria delas sao definidas apenas para problemas de classificacao binaria.
Dentre as medidas dessa categoria, destacamos o Maximum Fisher’s Discriminant
Ratio (F1), que mede a sobreposicao entre os valores dos atributos em diferentes classes, e
é dada pela equagao 2.5.
F1= mwélxrfi, (2.5)
i—

onde rf; é a razao discriminante para cada atributo f;, ou seja, F1 assume o valor da
maior razao discriminante entre todos os atributos disponiveis. Tomando como exemplo
o conjunto de dados mostrado na Figura 3, o atributo mais discriminativo seria o f1. A
métrica F1 indica que as classes podem ser facilmente separaveis usando esse atributo, ja

f2 nao é discriminativo, pois seus valores para as duas classes se sobrepoem.

Figura 3 — Exemplo da métrica F'1 para um conjunto de dados de duas classes.
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Fonte: (LORENA et al., 2019).

2.3.2 Medidas de Linearidade

Essas medidas procuram quantificar o quao linearmente separaveis sao os exemplos
de classes diferentes, ou seja, se é possivel separa-las em um hiperplano. E motivada pela
suposicao de que um problema separavel linearmente pode ser considerado mais simples
do que um problema que exija uma decisao nao linear.

Dentre as métricas deste grupo, destacamos Error Rate of Linear Classifier (L2) que,

como proposto em (ORRIOLS-PUIG et al., 2010), calcula a taxa de erro do classificador
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linear SVM, seja h(x) o valor obtido pelo classificador linear. L2, entdo, ¢ dada pela

equacao 2.6.

Valores maiores de L2 representam problemas mais complexos em relagao ao fato

de que os dados nao podem ser separados linearmente.

2.3.3 Medidas de Vizinhanga

Essas medidas tentam capturar a forma do limite de decisao e caracterizar a
sobreposicao de classes analisando as vizinhangas locais dos pontos. Algumas das métricas
desse grupo também capturam a estrutura interna das classes. Para isso, estas métricas
usam uma matriz de distancias entre todos os pares de pontos no conjunto de dados. Entre
as medidas de vizinhanga destacamos a Fraction of Borderline Points (N1). Nessa medida
inicialmente, é gerada uma Minumum Spanning Tree (MST) a partir dos dados onde cada
vértice corresponde a um exemplo e as arestas sao ponderadas de acordo com a distancia
entre eles. A medida de N1 é obtida calculando a porcentagem de vértices conectando
exemplos de classes opostas no MST gerado. Portanto, N1 estima a complexidade do
limite de decisao por meio do limite de pontos criticos no conjunto de dados. Quanto
maior o valor de N1, mais complexo é considerado o conjunto de dados. N1 pode ser

expresso pela equagao 2.7.

n

N1 - %;I«Xi,)m & MST Ay # ). .7

N1 é sensivel ao tipo de ruido onde os vizinhos mais proximos tém uma classe
diferente da sua. Conjunto de dados com esse tipo de ruido sao considerados mais dificeis
do que conjuntos de dados equivalentes limpos conforme observa (LORENA et al., 2012).

Uma outra métrica interessante entre as de vizinhanca é a Ratio of Intra/FExtra
Class Nearest Neighbor Distance (N2). Essa medida calcula a razao da média entre as
distancias do vizinho mais proximo de mesmas classe e de classes diferentes como mostrado

na equagao 2.8.
2?:1 d(ﬂ?“ NN(CIZ}) € yz)
> ici d(xi, NN(2:) € i) # yi

N2 = (2.8)



29

onde d(z; NN(x;) € y;) corresponde a distancia do exemplo z; para seu vizinho mais
proximo (NN) que tenha a classe igual a sua e Y d(z;, NN(x;) € y;) # y; representa a

distancia entre x; e seu vizinho mais proximo que tenha a classe diferente da sua.

2.3.4 Medidas de Rede

Essas medidas modelam o conjunto de dados como um grafo e usam extratores de
caracteristicas de redes complexas. Foi observado em (GARCIA et al., 2013) que medidas
de rede, apesar de semelhantes as medidas de vizinhanga presentes em (HO; BASU, 2002)
e no topico anterior, trazem informacoes diferentes umas das outras, o que sustenta a
relevancia de explorar também essas medidas. Uma das medidas de rede é a Clustering
coefficient (ClsCoef) que calcula o coeficiente de agrupamento de um vértice v; (cada
vértice é uma instancia da base). Este coeficiente é calculado pela razao entre o niimero
de arestas entre seus vizinhos e o niimero maximo de arestas possiveis entre eles. Bases de
dados mais simples tenderao a ter conexoes densas entre exemplos da mesma classe. Esta

medida ¢é calculada através da equagao 2.9.

n

1 2lejk s v, v € N
l =1-= gk 2.
ClsCoef nz oD (2.9)

onde N; = {v; : e;; € E'} denota o conjunto de vizinhos de um vértice v; e k; ¢ o tamanho
de N;. A medida de ClsCoef sera maior para conjuntos de dados mais simples que terao

conexoes mais densas entre exemplos da mesma classe.

2.3.5 Medidas de Dimensionalidade

Segundo (LORENA et al., 2019), medidas desse grupo fornecem indicativo de
dispersao dos dados. A ideia é que pode ser mais dificil extrair bons modelos de conjunto
de dados esparsos devido & provavel presenca de regidoes com baixa densidade que serao
classificadas arbitrariamente. Dentre as medidas de dimensionalidade, destacamos a
Average number of points per dimension (T2) que divide o nimero de exemplo do conjunto

de dados pela sua dimensionalidade como na equagao 2.10.

T2 = (2.10)

n
m
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2.3.6 Medidas de Balanceamento de Classes

Segundo (LORENA et al., 2019), essas medidas tentam capturar um aspecto
que pode influenciar muito o desempenho preditivo das técnicas de aprendizagem de
maquina: o equilibrio das classes. Quando essas diferencas sao altas, a maioria das técnicas
de aprendizagem de méquina favorece a classe majoritaria e apresenta problemas de
generalizacao. Quanto maior for o desequilibrio entre as classes, maior a complexidade
do conjunto de dados. Entre as medidas deste grupo, destacamos a Imbalance ratio (C2),
proposta em (TANWANI; FAROOQ), 2009), que calcula o equilibrio das classes através da
equacao 2.11:

Ne

ne— 1 n;
2 = 2.11
S 211)

)
(& i=1 7

onde n; é o nimero de instancias na i-ésima classe, o valor minimo de C2 é alcancado
para problemas balanceados. Esta medida ¢ adequada também para célculos de C2 em
problemas multi-classes.

Mais detalhes sobre as medidas de complexidade podem ser encontrados em

(LORENA et al., 2019), (HO; BASU, 2002) e (GARCIA et al., 2013).
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3 Revisao da Literatura

Encontrar dados com caracteristicas especificas e em grande volume que possam ser
usados no processo de avaliagdo de classificadores nao ¢ trivial (MUnOZ; SMITH-MILES,
2017). A geracao de dados com complexidades conhecidas possibilita a cria¢ao de conjuntos
de dados com caracteristicas especificas (e.g., nimero de exemplos, ruido, distribuigao
e outros) ou que podem se assemelhar a dados reais. Segundo (POPI¢ et al., 2019b), a
sintese dos dados é a simulacao usada como meio para geragao dos dados como descritos
pelo usuario e existem diversos tipos de sinteses como sequéncias, nimeros aleatorios,
ruidos e fungoes matematicas. Elas podem ser usadas individualmente ou em conjunto.

A geracao de dados sintéticos é um assunto que vem ganhando atencéao na
comunidade de aprendizagem de maquina, e nesse capitulo iremos citar trabalhos alguns
que se relacionam, de alguma forma, com esta pesquisa. Dentre as técnicas de geragao
de dados ja conhecidas como as técnicas de aprendizagem de méquina, algoritmos de
compressao e codificagao entre outras presentes em (POPI¢ et al., 2019a), destacamos a
geracao de dados sintéticos baseados em complexidade. Essa técnica é exemplificada na

Figura 4, onde:

Figura 4 — Pipeline da geracao de dados sintéticos baseados em complexidade.

Algoritmo de Otimizagdo

Conjunto de dados Conjunto de dados

ndo rotulado - -

\ Espago de busca

Medidas de Complexidade

Fonte: O autor.

rotulado

e Inicialmente, um conjunto de dados nao rotulado é passado para o algoritmo de

otimizacgao;
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O algoritmo de otimizagao navega por um espaco de busca com uma variedade de
possiveis rotulos. Os rétulos possiveis serao atribuidos ao conjunto de dados, e a
medida de complexidade de cada par (conjunto de dados nao rotulado + rétulo do
espago de busca) seréd calculada e armazenada;

e Esse processo se repete com novos itens no espaco de busca gerados pelo processo de
mutacao e cruzamento detalhados no Capitulo 5;

e Valores de referéncia para medidas de complexidades que o usuario deseja alcangar
sao passadas para o algoritmo;

e Por fim, apos todas as execugoes, o algoritmo retorna o conjunto de dados junto
com o réotulo que teve suas medidas de complexidades mais proximas das medidas
passadas pelo usuario.

A sintese da revisao da literatura relacionada a geracao de dados sintéticos baseada
em complexidades resultou nos trabalhos presentes na Tabela 2.

O destaque vai para a pesquisadora Nuria Marcié, especialista em aprendizagem de
méquina e complexidade dos dados, foi pioneira na geracao de dados sintéticos baseados
em medidas de complexidade usando algoritmos de otimizacao e publicou a maioria dos
trabalhos citados em nossa revisao da literatura.

O trabalho de MACIA et al., 2008-a propde a geracao de conjuntos de dados
sintéticos com base na complexidade dos dados. Nele os autores se concentram na métrica
de complexidade Fraction of borderline points (N1). Inicialmente foi restringido no ntimero
de classes para duas classes. Um problema tradicional de classificagao binaria, o conjunto
de dados foi caracterizado como: ntumero de recursos features, nimero de instancias e
a complexidade desejada. Depois que esses parametros foram definidos, foram gerados
n pontos com o valor dos atributos distribuidos uniformemente. Em seguida, as classes
de cada ponto foram rotuladas de acordo com o valor e (N1) especificado. Para isso foi
construida uma MST (minimum spanning tree) e com a ajuda dele, é possivel rotular a
classe dos pontos para atingir a complexidade desejada.

O trabalho mostra que para um dado MST e valor de N1 = b, teremos (ﬁ)
diferentes rotulos onde p é o nimero de arestas conectando classes diferentes, podemos
observar que a métrica é um fator dominante na complexidade dos dados e que influencia
diretamente no desempenho de classificadores. Os conjuntos de dados sintéticos gerados

no experimento correspondem a complexidade requerida e tem o desempenho esperado. Os
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autores acreditam que isso pode fornecer um conjunto prético de referéncias para avaliar a
qualidade dos classificadores e identificar os tipos de problemas em que cada classificador
é mais adequado.

Em MACIA et al., 2008-b ¢ utilizada a mesma métrica de medicio de complexidade
de dados (N1) como referéncia para geragao dos dados sintéticos. No entanto, a diferenca
estd no modo como os dados sao gerados. Nesse trabalho foi utilizado um algoritmo genético
mono-objetivo para otimizar o valor de complexidade de cada conjunto de dados. A base de
dados nao rotulada foi gerada usando uma distribuigao uniforme e os testes foram realizados
com bases de 101 e 501 instancias, todas as bases de dados geradas tinham 2 atributos. O
tamanho do espaco de solucao deste problema de otimizagao aumenta exponencialmente
com o nimero de instancias de entrada, tornando os mecanismos tradicionais de busca
exaustiva inadequados para gerar conjuntos de dados de médio ou grande porte com uma
dada complexidade de contorno. No trabalho foi projetado um algoritmo genético com
uma populagao de tamanho fixo para resolver o problema de geragao de conjuntos de
dados com uma complexidade definida pelo usuario. O trabalho mostrou que é possivel
usar algoritmos genéticos para gerar conjuntos de dados sintéticos baseados na métrica de
complexidade N1.

O trabalho de Macia et al., 2009 foi um dos primeiros a trazer a possibilidade
de otimizacao de até 3 medidas de complexidades. Nesse trabalho os autores usam um
algoritmo multi-objetivo, 0 NSGA-II (do inglés Non-dominated Sorting Genetic Algorithm
II), para otimizar os valores de complexidade desejados. As medidas otimizadas foram N1
(Fraction of borderline points), N2 (Ratio of average intra/internearest neighbor distance)
e F1 (Ratio of the mazimum Fisher’s discriminant). Os resultados foram promissores para
3 objetivos. O trabalho em questao usou em seu experimento uma distribuicao uniforme e
uma distribuigdo baseada no problema Iris do repositorio UCI (ASUNCION; NEWMAN,
2007). Além da limitagao relacionada ao nimero maximo de medidas de complexidade
que serao otimizadas em simultaneo, o trabalho esta limitado ao estudo das medidas de
complexidade disponiveis na época.

O mesmo foi feito em Macia et al., 2010 onde o mesmo algoritmo de otimizacao,
NSGA-II, foi utilizado. Porém, outras medidas foram otimizadas, a F2 (Volume of
overlapping region), N4 (Non linearity of NN classifier) e T1 (Fraction of mazimum

coveringspheres). Além disso foi proposto uma selegdo de amostragem de problemas do
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mundo real, onde o conceito é descrito pelas amostras coletadas nos experimentos ou
de conjuntos de dados sintéticos seguindo distribui¢oes especificas e conhecidas. Assim,
o problema ainda é como um problema de otimizag¢ao multiobjetivo, mas aqui baseado
na sele¢ao de instancias onde os conjuntos de dados tém que obedecer & minimizac¢ao
ou maximizacao dos valores das medidas de complexidade especificadas e das restri¢oes
internas. Como restri¢oes para o problema de otimizagao, foram considerados: o nimero
minimo de instancias, o desequilibrio de classes, o calculo das medidas de complexidade e a
duplicidade de instancias. Esse trabalho utilizou como base para a geracao dos seus dados
um conjunto de instancias rotuladas que podem ser extraidas de dados do mundo real
ou de dados sintéticos. Ao longo do trabalho, podemos observar resultados interessantes
que apontaram a importancia da estrutura do problema para se ter sucesso na geragao de
conjuntos de dados com complexidade especifica. O sistema também serviu para confirmar
que problemas com uma certa complexidade que nao encontramos nos repositérios piiblicos
podem ser gerados.

O trabalho de Melo; Lorena, 2018 utilizou o algoritmo de busca local hill-
climbing para otimizar as medidas de complexidade F1 (Ratio of the mazimum Fisher’s
discriminant), N1 (Fraction of borderline points) e N3 (Error rate of NN classifier) sendo
uma por vez. Nesse trabalho os pesquisadores levaram em consideracao ntmero de
instancias n = 100 e 1000, ntmero de atributos ny = 2 e 1000 e o nimero de classes
n. = 2 e 5. Foi observado que a proposta foi capaz de gerar os dados sintéticos com as
complexidades desejadas em um tempo aceitavel. O tempo de processamento da otimizacao
nao é afetado pelo niimero de classes e, dependendo da medida de complexidade adotada,
o numero de recursos também nao influencia no tempo de processamento. H4, entretanto,
um tempo de inicializagao para a criagao de algumas estruturas de dados iniciais.

O presente trabalho tem como diferencial a otimizagao de 4 medidas de complexidade
de uma tnica vez usando um algoritmo genético para muitos objetivos. Essa abordagem
se mostra desafiadora pois muitas das medidas de complexidade existentes sao conflitantes.
Além disso, traz como diferencial a possibilidade de parametrizar a distribuicao dos
pontos podendo escolher entre uma simples distribuicao uniforme ou um dos trés tipos de
distribuicoes gaussianas disponiveis, nesse trabalho também ha a possibilidade de escolher

ruido das distribuicoes, o nimero de classes, nimero de instancias e o niimero de atributos.
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Tabela 2 — Trabalhos que usam otimizacao para geragao de dados sintéticos levando em
consideracao a complexidade dos dados.

Referéncia | Abordagem | obj Meétricas Outras Informacgoes
Otimizadas
MACIA et | Néo 1 Fraction of | Distribuicao dos dados:
al. (2008-a) | informado borderline points | Uniforme, instancias n =
(N1) 100, nimero de atributos =
10
MACIA et | GA 1 Fraction of | Distribuicao dos dados:
al. (2008-b) borderline points | Uniforme, 101 e 501
(N1) instancias e 2 atributos.
Macia et al. | NSGA II 3 Fraction of | Distribuicao dos dados:
(2009) borderline points | Uniforme e Baseada em
(N1), Ratio of | dados reais do repositorio
average intra/inter | UCL
nearest  neighbor
distance (N2),
Ratio of  the
maximum Fisher’s
discriminant (F1)
Macia et al. | NSGA II 3 Volume of | Distribuicao dos dados
(2010) overlapping region | usam dados do repositorio
(F2), Non linearity | UCL
of NN classifier
(N4), Fraction of
maximum covering
spheres (T1)
Melo; Hill-climbing | 1 F1, N1 e Error rate | Distribuicao dos dados:
Lorena greedy of NN classifier (N3) | distribuicao uniforme,
(2018) (sendo uma métrica | nimero de classes 2 e 5,
otimizada por vez). | nimero de exemplos 100 e
1000, namero de atributos
2 e 1000.
FRANCA NSGA III 4 Linearidade Distribuicao dos dados
et al. (2020) (L2), Fraction | parametrizavel = podendo
of borderline points | escolher uma distribuigao
(N1), Ratio of | uniforme ou um dos tipos
average intra/inter | de distribuicdo gaussiana
nearest  neighbor | disponiveis, valor de ruido
distance (N2) e | parametrizavel, ha a
Balanceamento possibilidade de escolher

entre as classes C2.

nimero de instancias,
classes e de atributos.

Fonte: O autor.




4 Proposta

Esse trabalho propoe a geracao de conjunto de dados sintéticos a partir de medidas
de complexidade e parametrizacoes determinadas pelo especialista.
problema de geracao foi modelado como um problema de otimizacao de muitos objetivos
(medidas de complexidade) a serem satisfeitos. A principal contribui¢ao deste trabalho é
a utilizagao de um algoritmo para otimizar quatro objetivos (medidas de complexidade)

para a geracao de dados sintéticos, e com isso, a criagao de um ambiente experimental

controlado para testes de classificadores.

4.1 Arquitetura

A geragao de conjunto de dados sintéticos baseado em complexidade, proposto nesse

trabalho segue como descrito na arquitetura da Figura 5, onde foi separado o processo em

trés partes destacadas a seguir.

Figura 5 — Arquitetura da geragao de dados sintética baseada em complexidade.
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Fonte: O autor.
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4.1.1 Moébdulo de Criacao de base nao rotulada

A primeira etapa a ser realizada na arquitetura proposta é a criagao de uma base
de dados composta por instancias nao-rotuladas. Para a criacao desta base é necessério
que o usuario forneca os seguintes dados de entrada: dados descritores da base, nivel de
ruido e tipo de distribuicao desejada.

Descritores: Aqui devem ser definidas informagoes que descrevem a base de dados, tais
como: numero de atributos, e o tipo de cada atributo; nimero de instancias (ou registros)
e classes.

Distribuigoes: Deve-se aqui definir o tipo de distribuicao a ser adotada na base de dados
sintéticos. As distribuigdes disponiveis na ferramenta sao: bolhas com centroide(s), através
de funcoes Gaussianas; luas; circulos concéntricos; ou nenhuma distribuicao especifica
(distribuigao uniforme).

Ruido: O usuério pode incluir ruido na base de dados sintéticos. O nivel de ruido pode

ser configurado com valores entre 0 (nenhum ruido) e 0.5 (nivel alto de ruido).

4.1.2 Mobdulo de Otimizacao de Complexidade

Este modulo é o nucleo do processo de geracao de dados sintéticos baseado em
medidas de complexidade. Nesse médulo, sao escolhidas quais medidas de complexidade se
deseja otimizar e também sao definidos valores alvo para cada uma delas. O modulo rotula
as instancias da base nao-rotulada tentando satisfazer tais medidas de complexidade, ou
seja, alcancar os valores alvo. Inicialmente, é fornecida uma base de dados sem rotulos
(da etapa anterior) para um algoritmo de otimizagao. O algoritmo de otimizagao tem o
objetivo de encontrar a melhor combinagao de instancias-rotulos (solugao) dentre todas
as possiveis combinagoes (espago de solugoes), que satisfaga as medidas de complexidade
anteriormente definidas. Esta tarefa se trata de um problema tradicional de otimizacao
combinatoria de natureza exponencial (FRANCA et al., 2020).

A saida deste modulo é uma base de dados rotulada com a maxima aderéncia
encontrada considerando-se os valores alvo de complexidade definidos pelo especialista.
Neste modulo, para otimizacao de quatro objetivos conflitantes, foi utilizado o NSGA-III

como algoritmo de otimizacao para muitos objetivos.
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4.1.3 Moébédulo de Testes

A base de dados rotulada na etapa anterior é fornecida como entrada para o médulo
de testes. O modulo de testes d& opgoes de visualizacao grafica da base de dados sintéticos
criada, bem como dos resultados de desempenho dos classificadores na respectiva base.
No momento existem quatro algoritmos classificadores pré-configurados: Decision Tree,
Naive Bayes, SVM e Random Forest. Estes algoritmos sao implementacoes provenientes

da biblioteca Scikit-Learn, e seus parametros foram definidos com valores default.

4.2 Implementacao da Arquitetura

Esta secao destaca, de forma detalhada, como cada médulo do processo de geragao

de bases de dados sintéticos foi implementada.

4.2.1 Criagao da base nao-rotulada

Antes do processo de otimizacao, acontece a geragao da base de dados sintética

nao rotulada que ocorre como apresentado na figura 6:

Figura 6 — Pipeline da geracao da base nao rotulada.

Tipo de distribuigéo
Base de
dados nao
rotulada

N° de instancias
N° de classes J Descritores
N° de atrubutos

Y

Ruido

Fonte: O autor.

Inicialmente se escolhe o tipo de distribuicao. Ela pode seguir padroes como
bolhas com centroide(s), através de fungdes Gaussianas; luas; circulos concéntricos;
ou uma distribui¢ao uniforme. Para casos onde seguimos padroes de distribuicao dos

pontos, ela sera feita com a ajuda da biblioteca sklearn' que traz a funcao datasets e

L https://scikit-learn.org/stable/
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dela usamos 3 funcoes para distribuicao dos pontos na base de dados nao rotulada. Sao elas:

e make blobs: Essa funcao serve para gerar bolhas de pontos com uma distribuigao

Gaussiana, Nela podemos controlar quantas bolhas queremos gerar, numero de
atributos entre outros parametros. Ela é adequada para gerar problemas de
classificagao linear dada a natureza linearmente separével das bolhas. A Figura 7
mostra dois exemplos de distribui¢ao de pontos usando essa fun¢do. No exemplo (a)
¢é apresentado uma distribui¢ao de pontos usando os seguintes parametros: nimero
de centros = 3, ntimero de atributos = 2 e nimero de instancias = 100. O exemplo
(b) mostra a mesma distribui¢ao com atributos diferentes, o nimero de centros = 2,

nimero de atributos = 10 e niimero de instancias = 500. Esses valores podem ser

modificados de acordo com a necessidade de cada estudo.

Figura 7 — Distribuicao dos pontos usando a funcao make blobs.
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(a) 100 instancias e 3 centros (b) 500 instancias e 2 centros

Fonte: O autor.

e make moons: Essa fungao vai gerar um padrao de espiral ou duas luas. E possivel
controlar o ruido das formas da lua e o nmero de instancias que serao geradas.
Ela é adequada para algoritmos que sejam pouco sensiveis a linearidade de classes.
A Figura 8 mostra dois exemplos de distribuicao de pontos usando parametros
diferentes. No exemplo (a) h& como parametros nimero de instancias = 100 e valor
do ruido = 0.03. Ja no exemplo (b) temos ntimero de instancias 500 e valor do
ruido 0.2. Esses valores podem ser modificados de acordo com a necessidade de cada

estudo.
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Figura 8 — Distribuicao dos pontos usando a fun¢ao make moons.
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Fonte: O autor.

e make circles: Essa funcao vai gerar um padrao de circulos concéntricos. Aqui
podemos controlar o ruido das formas dos circulos e o niimero de instancias que
serao geradas. Ela é adequada para algoritmos que possam aprender variedades
nao lineares complexas. A Figura 9 mostra um exemplo de distribui¢cao de pontos
gerados usando a fungao make circle configurada com ntimero de instancias =
100 e quantidade de ruido = 0.03. Apesar da figura separar os pontos em 2 rétulos
ou classes (0 e 1), esses valores serdo desconsiderados na fase de otimizagao ¢ novos
valores serao adicionados aos pontos, valores esses que satisfacam os critérios de

complexidade definidos pelos especialistas.

Figura 9 — Distribuigao dos pontos usando a fung¢ao make circles.
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Para a geracao de dados sintéticos presente nesse trabalho, foi utilizada a distribuicao
de circulos com ruido de 0,2.

Logo apos a escolha da distribuicao dos pontos, sao definidos os descritores: nimero
de exemplos ou instancias n, que nas execucgoes de teste foram definidos como 100 e 500,
os valores foram escolhidos com o intuito de verificar o desempenho do algoritmo genético
para bases de dados um pouco maiores. O nimero de atributos (features) m, aqui criamos
problemas com 2 e 10 atributos também com o intuito de verificar o comportamento
do algoritmo para problemas com poucos atributos e com uma quantidade um pouco
maior deles, e o niimero de classes n. que foi definido como 2 gerando assim problemas de
classificagao binarios. Seguimos entao para a escolha do ruido que pode ser um valor de 0
a 0,5 onde valores menores significam um ruido menor. Por outro lado, valores maiores
geram distribui¢oes mais ruidosas. Exemplos da aplicacao do ruido podem ser vistos nas
Figuras 7, 8 ¢ 9. Apos a escolha do ruido, sera gerada a base de dados nao rotulada e ela

estara pronta para a fase de otimizacao.

4.2.2 Mobdulo de Otimizacao

A figura 10 ilustra o processo de otimizacao para geragao da base de dados rotulada
com as caracteristicas passadas pelo usuario. O processo de geracao ¢é detalhado a seguir.

Inicialmente, o médulo recebe a base nao rotulada gerada no moédulo anterior.
Aqui também sera realizada a escolha do conjunto de métricas que serao otimizadas neste
modulo. Essas serao as métricas de complexidade de dados que irao ser otimizadas pelo
algoritmo genético para muitos objetivos NSGA-III, ja discutido na secao 2.2. Cabe ao
especialista escolher para otimizar quatro métricas entre L2, N1, N2, C2, T2 e F1 e quais
valores de complexidade ele deseja alcancar para cada métrica em sua base de dados
sintética.

Em seguida, uma populacao inicial é gerada. O tamanho da populagao inicial foi
de 30 individuos. Esses individuos sao possiveis rotulos para a base de dados recebida.
Eles terao como tamanho o valor de n (o nimero de instancias do conjunto de dados
nao rotulado gerado no modulo anterior). O nimero de classes do problema é um valor
parametrizavel. Para problemas de trés classes o individuo serd um vetor de tamanho n

que pode conter valores 0, 1 ou 2 em cada uma de suas posicoes. Essas classes estarao
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Figura 10 — Processo de otimizacao.
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Fonte: O autor.

presentes em cada posi¢ao do vetor onde em um individuo I cada posi¢cao assume uma

classe como mostrado na figura 11.

Figura 11 — Representacao do individuo para problemas de trés classes.

Fonte: O autor.

Seja D um conjunto de dados com n instancias. Cada instancia n; em D tem um
rotulo y; € 1....n., em que n. ¢ o namero de classes. Neste trabalho os rétulos das classes

sao atribuidos pelo algoritmo genético de muitos objetivos. Desta forma, um individuo Ié
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representado por um vetor de comprimento n, em que cada posi¢ao assume um valor de

classe y;:

= (Ui, Y2 oo Un). (4.1)

Portanto, cada individuo representa uma possivel combinacao de rotulos de classe
para o conjunto de dados. Se tivermos D com n = 100 instancias e n, = 3 rétulos de
classe possiveis, o espaco de pesquisa resultante tera 3'% solugdes possiveis.

Cada individuo I estd associado a um vetor de valores de fitness derivados das
funcgoes objetivo em f No contexto da geracao de dados sintéticos, f ¢ o conjunto escolhido
de medidas de complexidade. A escolha das métricas a serem consideradas no processo
de otimizacao depende da demanda do especialista em termos de complexidade. Neste
trabalho, especificamente, quatro medidas de complexidade foram escolhidas para execucao
e testes: uma medida de linearidade, duas medidas baseadas em vizinhanca e uma medida
de equilibrio de classe. Nesse caso essas medidas formam o vetor f apresentado na imagem
como retorno.

O proximo passo é a geragao de novos individuos através da mutagao, usando o
método shufle indexes, e cruzamento onde foi utilizado o método two points, de individuos
selecionados com base nos seus valores de fitness através de torneio, o algoritmo foi
configurado com o valor de probabilidade de reproducgao de 0.6, taxa de mutacao de 0.2 e
taxa de cruzamento de 0.9, como descrito na Tabela 3.

Cada uma das medidas de complexidade produz um valor no intervalo [0, 1]. Quanto
mais simples o problema, mais proximo de 0 ele é, caso contrario, mais proximo de 1. Por
exemplo, se a medida L2 = 0, significa que os dados sao totalmente linearmente separéveis,
ou seja, um simples problema de classificagao. Por outro lado, se L2 = 1, significa que os
dados nao sao linearmente separaveis ao extremo.

Para calcular o valor de fitness de uma solugao candidata (combinagao de rotulos),
cada uma das medidas de complexidade é calculada, levando em consideragao o banco
de dados de solucoes rotuladas "base nao rotulada"+ "individuo"que também podemos
chamar de "distribui¢ao dos pontos"+ "combinagao de rotulos".

As funcgoes de fitness definidas aqui calculam a disténcia entre o valor obtido por

cada medida de complexidade, e o valor de complexidade desejado pelo especialista. Assim,
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existem seis caminhos dentro da func@o objetivo (fr2, fn1, fn2, foiscoes, fr2 € foo) para
minimizar a distancia entre o valor calculado e o valor esperado. Os possiveis caminhos

disponiveis dentro da funcao de fitness sao definidos nas seguintes equagoes:

fro = |objetivo L2 — L2|, (4.2)
fn1 = |objetivo N1 — N1J, (4.3)
fn2 = |objetivo N2 — N2|, (4.4)
foo = |objetivo  C2 — C2|, (4.5)
fro = |objetivo T2 — T2|e (4.6)
fr1 = |objetivo F1 — F1|, (4.7)

onde, objetivo L2, objetivo N1, objetivo_N2, objetivo_C2, objetivo_T2 e
objetivo F'1 sao valores de referéncia definidos pelo especialista.

As fungoes de fitness acima citadas serao utilizadas pelo algoritmo de acordo com
as métricas de complexidade escolhidas pelo especialista.

Apos o calculo da complexidade de cada conjunto de base nao rotulada + individuo,
ele recebe um valor de fitness o qual sera posicionado dentro da populagao. Depois de
todo o processo, os individuos que ultrapassam o tamanho da populacao serao descartados
e inicia-se novamente o processo em uma nova geracao. Foi estipulado um valor maximo
de 5000 geragoes. Apos a execugao de todas as geragoes ou o valor ideal ser encontrado,
temos como resultado um conjunto de roétulos onde o melhor. Em termos de fitness, sera
escolhido para rotular a distribuicao de pontos resultando assim em uma base de dados

rotulada e com caracteristicas de complexidades conhecidas.
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4.2.3 Mobédulo de Testes

O moédulo de testes tem como objetivo analisar o comportamento de algoritmos de
classificacao usando os conjuntos de dados sintéticos gerados. Esses dados estao sendo
divididos em base de treino e base de teste e utilizamos a técnica de Cross-validation para
verificar o comportamento dos classificadores. Sao gerados diagramas de caixa (bozxplots)
com os valores obtidos como resultado das classificagoes. Com relacao aos resultados,
analisar uma s6 métrica de avaliagdo (acuracia por exemplo) pode nos dar uma leitura
enganosa, por isso, para extrair informacgoes dessas execugoes, utilizamos quatro métricas
de avaliagao: Acurécia, Medida-F, Precisao e Revocagao.

Foram utilizados os algoritmos de classificacao floresta aleatéria, arvore de decisao,
naive bayes e SVM e os dados gerados com niveis de dificuldade FACIL, MEDIO, DIFICIL
e MUITO DIFICIL. Cada algoritmo é executado 100 vezes e todos os resultados sdo
apresentados em box plots como apresentado na Figura 12, onde cada box plot representa
o desempenho médio do classificador dataset gerado. Mais detalhes experimentais sao

fornecidos na secao 5.3.

Figura 12 — Exemplo de figura resultante do médulo de testes.
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Fonte: (O autor).
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5 Metodologia

Este capitulo apresenta as ferramentas e técnicas utilizadas no desenvolvimento do

trabalho e a metodologia experimental adotada para avaliar a proposta.

5.1 Ambiente Experimental
5.1.1 Linguagem de Desenvolvimento

Python™! foi a linguagem principal adotada para o desenvolvimento. Trata-se
de uma linguagem de programacao funcional de codigo aberto de alto nivel utilizada
pelo software de mesmo nome. A linguagem conta com um grande ntimero de bibliotecas
maduras e que facilitam célculos matematicos, fungoes estatisticas, geragao de graficos
entre outras funcgoes.

Para calculos das medidas de complexidade, utilizamos uma biblioteca da linguagem
de programacao R? chamada ECoL?. Essa biblioteca traz consigo cilculos robustos de

complexidade e a mesma é bastante utilizada em projetos que fazem uso dessas métricas.

5.1.2 Bibliotecas Utilizadas

Foi utilizada a biblioteca de computacao evolutiva DEAP* para o uso dos algoritmos
evolucionarios de muitos objetivos e a biblioteca Scikit Learn® para o uso de classificadores
e fungoes de aprendizagem de maquina. Essas bibliotecas estao disponiveis na linguagem

de programacao Python™ e podem ser encontradas no repositério PyPI%

5.1.3 Ambiente de Desenvolvimento

Para os experimentos aqui descritos, foi utilizado um computador com o Processador

Intel(R) Core(TM) i7-8750H com clock de 2.20GHz, 4M de cache e 6 Nucleo(s), 12

https://wiki.python.org.br /DocumentacaoPython
https://www.r-project.org/
https://github.com/Ipfgarcia/ECoL
https://deap.readthedocs.io/en/master/
https://scikit-learn.org/stable/

https://pypi.org/
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Processadores Logicos, 16 GB de memoéria RAM DDR4 2666 MHz, placa grafica Nvidia
GTX 1050Ti. Como sistema operativo, foi utilizada a distribuigao GNU /Linux MINT?.

5.2 Execucgao

Analisando trabalhos anteriores, decidimos usar o NSGA-III como algoritmo para
muitos objetivos. As execugoes foram realizadas usando os parametros listados na Tabela
3. Vaérias configuragoes foram executadas como teste para encontrar a melhor delas.
Dentre todas as combinagoes, configuragoes e parametros testados, esse é o que nos trouxe

resultados mais promissores em um tempo mais curto.

Tabela 3 — Configuragao do algoritmo e valores iniciais do conjunto de dados sintéticos.

Parametro Valor
Quantidade de exemplos n 100; 500
Ntmero de atributos m 2; 10
Niumero de classes 2
Método de inicializacao Uniforme
Tamanho da populagao 30
Geragoes 5000
Método de selecao Torneio
Taxa de reprodugao 0.6
Taxa de mutacao 0.2
Taxa de cruzamento 0.9
Método de cruzamento Two-point
Método de mutacgao Shuffle Indexes

Fonte: O autor.

" https://linuxmint.com/
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5.3 Metodologia de Avaliacao

O experimento foi dividido em duas partes: a visualizacao dos dados e a analise
quantitativa. Consideramos conjuntos de dados de 2 atributos com 100 e 500 amostras.
Logo depois o algoritmo de otimizacao foi utilizado para gerar conjuntos de dados sintéticos

em varios cenérios (de quatro objetivos) como descrito na Tabela 4.

Tabela 4 — Valores de complexidade para cada nivel de problema.

Nivel do problema L2 N1 N2 C2

Facil 0.07 0.07 0.07 0.07
Médio 0.07 0.07 0.07 048
Dificil 0.22 0.22 0.22 0.22
Muito dificil 0.35 035 0.35 0.48

O cenario Facil tem como caracteristica um conjunto de dados balanceado,
linearmente separavel e com vizinhos proximos sendo da mesma classe. Ja o cenério
Meédio tem carateristicas parecidas com o facil, porém, com as classes desbalanceadas.
O cenério Dificil nos traz um conjunto de dados com um alto grau de vizinhos mais
proximos de classes diferentes. Nesse nivel de problema nao temos a base balanceada nem
linearmente separavel. O problema Muito dificil nos apresenta um cenario cadtico onde
as classes sao extremamente desbalanceadas, nao linearmente separavel e a maioria dos
vizinhos mais proximos sao de classes diferentes. O nimero de instancias sobrepostas de
classes diferentes também e alto nesse problema.

O objetivo dessa parte do experimento é mostrar graficamente através de scatter
plots os conjuntos de dados rotulados com uma solugao promissora obtida pelo algoritmo
de otimizacao em cada um dos niveis de dificuldade do problema. Como a saida do
NSGA-III é um Pareto composto por um conjunto de solugoes particulares, utilizamos um
algoritmo de contagem de borda (EMERSON, 2013), (BRAMS; FISHBURN, 2002) para
selecionar uma solugao do Pareto. Este é um método de classificacao de vencedor onde
sao classificados por cada critério e, em seguida, uma classificacao média é retornada e dai
retiramos o vencedor. Usamos essa solucao vencedora para a visualizacao dos dados.

A segunda parte do experimento é uma analise quantitativa onde sao utilizados

conjuntos de dados com 100 instancias considerando 2 e 10 atributos e verificamos o
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desempenho do otimizador nesses cenérios. Nesse experimento verificamos os valores de
fitness, o tempo de execugao e o numero de interagoes usados pelo otimizador para alcangar
os valores desejados em cada cenéario.

Como complemento, realizamos a geragao de dados sintéticos de forma aleatoéria
apenas como meio de comparacao e avaliacao da abordagem. Os valores encontrados pela
abordagem evolucionéria serao comparados com os melhores valores encontrados pela
geracao aleatoria. Além disso, foram também executamos classificadores nos diferentes
conjuntos de dados gerados para verificar a performance com relagao as métricas de
acuracia, medida-F e precisao. Nessa analise verificamos a dificuldade que os algoritmos

enfrentam nos diferentes cenérios.
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6 Resultados

Nesse capitulo, discutiremos os resultados obtidos nos experimentos realizados na

pesquisa.

6.1 Analise da Otimizagao

Aqui ser@ao apresentados e discutidos valor alcangado pelo algoritmo otimizacao de

muitos objetivos na geragao de dados sintéticos.

6.1.1 Conjunto de dados com 100 instancias

A Tabela 5 mostra os resultados de otimizagao para 2 e 10 atributos em um conjunto

de dados com 100 instancias.

Tabela 5 — Valores de L2, N1, N2 e C2 dos conjuntos de dados gerados com 100 instancias
considerando 2 e 10 atributos.

Problema | n | m Target Resultado Tempo (s)
(L2, N1, N2, C2) | (L2, N1, N2, C2)
Facil 100 2 1(0.07,0.07, 0.07, 0.07) | (0.07, 0.07, 0.28, 0.07) 2.460
10 | (0.07, 0.07, 0.07, 0.07) | (0.09, 0.07, 0.28, 0.07) 2.475
Médio 100 2 1(0.07,0.07, 0.07, 0.48) | (0.11, 0.07, 0.27, 0.48) 1.470
10 | (0.07, 0.07, 0.07, 0.48) | (0.11, 0.08, 0.27, 0.50) 1.488
Dificil 100 2 1(0.22,0.22, 0.22, 0.22) | (0.22, 0.22, 0.23, 0.22) 1.950
10 | (0.22,0.22, 0.22, 0.22) | (0.22, 0.2, 0.25, 0.22) | 2.010
Muito dificil | 100 2 1 (0.35, 0.35, 0.35, 0.48) | (0.17, 0.35, 0.27, 0.48) 2.190
10 | (0.35, 0.35, 0.35, 0.48) | (0.18, 0.35, 0.27, 0.43) 2.215

e Facil

Fonte: O autor

A tabela 5 mostra os resultados encontrados pelo algoritmo para os diferentes niveis

de complexidade, o problema facil tem como valor alvo 0,07 para todas as medidas de
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complexidade. Foram realizados testes com bases de dados de 2 e 10 atributos, para as
bases de 2 atributos (m = 2) o algoritmo foi capaz de encontrar os valores de 0,07 para 1.2,
N1 e C2. Aqui é interessante observar o valor obtido pela métrica N2. O problema facil
tem como caracteristica ser linearmente separavel e essa métrica ¢ conflitante com métricas
de vizinhanga, principalmente a N2 que calcula a diferenca entre vizinhos préximos de
classes iguais e de classes diferentes.

Observando os resultados para (m = 10), pela maior quantidade de atributos a
dificuldade em tornar a base linearmente separével aumenta ja que agora estamos levando
em consideracao varios atributos, ainda assim o algoritmo foi capaz de encontrar valores
muito préximos ao alvo.

e Médio

Para o problema médio o algoritmo tem como objetivo encontrar uma base de
dados linearmente separavel, com vizinhos proximos pertencentes a mesma classe, o ponto
que deixaré essa base mais desafiadora que a base de dados facil é o desbalanceamento.
As classes estarao extremamente desbalanceadas, para L2, N1 e N2 o valor de meta sera
de 0,07. Ja para a métrica C2 o valor alvo sera de 0,48.

Os valores alcangados para N2 confirmam a dificuldade em gerar dados que sejam
ao mesmo tempo linearmente separaveis e com vizinhos préoximos de classes diferentes.
O valor encontrado para N2 foi 0,28 e o valor de L2 "linearidade"foi 0,11 onde o valor
alvo seria 0,07. Os valores encontrados para as outras métricas foram muito proximos aos
esperados.

e Dificil

Para o problema dificil o desafio foi gerar uma base com um valor alvo mediano
para cada uma das medidas. Os valores alvo escolhidos foram 0,22 para cada. O algoritmo
se mostrou muito eficiente ao alcangar essas métricas com excegao da N2 onde o algoritmo
foi capaz de encontrar 0,23 para as bases onde m = 2 e 0,25 para os casos onde m = 10.

e Muito Dificil

O objetivo aqui é gerar uma base cadtica, com vizinhos proximos de classes diferentes
nao linearmente separavel e desbalanceada. Para isso, foram colocados valores altos para
os alvos de cada medida de complexidade. Os valores encontrados para essa base quando
m = 2 foram L2 =0.17, N1 = 0.35, N2 = 0.27 e C2 = 0.48. Para a base de dados onde
m = 10 foram encontrados os valores L2 = 0.18, N1 =0.35, N2 =0.27 e C2 = 0.43.
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Um outro teste realizado, foi a geracao de conjuntos de dados com 2 e 10 atributos

e 500 instancias como exibido na figura 14. O intuito foi verificar se ha impacto na

otimizacao das medidas de complexidade quando o ntmero de instancias aumenta. A

Tabela 6 mostra os resultados da otimizagao para 2 e 10 atributos e 500 instancias.

Tabela 6 — Valores de L2, N1, N2 e C2 dos conjuntos de dados gerados com 500 instancias
considerando 2 e 10 atributos.

Problema | N | M Target Resultado Tempo (s)
(L2, N1, N2, C2) | (L2, N1, N2, C2)
Facil 500 2 | (0.07, 0.07, 0.07, 0.07) | (0.09, 0.15, 0.26, 0.07) 19.188
10 | (0.07, 0.07, 0.07, 0.07) | (0.12, 0.24, 0.25, 0.07) 19.370
Vedio | 500 | 2 | (007,007,007, 0.48) | (0.09,0.09,026,059) | 11.466
10 | (0.07, 0.07, 0.07, 0.48) | (0.10, 0.11, 0.26, 0.48) 11.895
Ditieil | 500 | 2 | (022.022,0.22,0.22) | (022,022,023, 0.22) | 15.210
10 | (0.22, 0.22, 0.22, 0.22) | (0.22, 0.22, 0.24, 0.22) |  15.372
Muito dificil | 500 | 2 | (035, 0.35, 035, 0.48) | (0.16,0.35, 0.27, 0.48) | 17.082
10 | (0.35, 0.35, 0.35, 0.48) | (0.19, 0.38, 0.27, 0.38) 17.513

Fonte: O autor.

e Facil

Como no teste anterior, o valor alvo para o problema facil é de 0.07 para todas
as medidas de complexidade, o algoritmo sentiu o maior volume de instancias e teve
mais dificuldade para chegar a valores baixos para cada métrica, ainda assim foi possivel
encontrar bons valores para o conjunto de dados facil. Como mostrado na tabela 6, os
valores encontrados para essa base quando m = 2 foram L2 = 0.09, N1 = 0.24, N2 = 0.25
e C2 =0.07. Para a base de dados onde m = 10 foram encontrados os valores L2 = 0.12,
N1=0.24, N2=0.26 e C2 = 0.07.

A distribui¢ao dos pontos e o valor alto de m (maior quantidade de instancias) deu
origem a uma base de dados com muito pontos sobrepostos e muito volume de pontos

extremamente proximos uns dos outros, o que dificultou a geracao de bases linearmente
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separaveis (L2) e com vizinhos proximos de classes diferentes (N2) ao mesmo tempo.
A base de dados facil é linearmente separavel e balanceada, tem um valor baixo de
vizinhos proximos de classes diferentes.
e Médio
Aqui no problema médio o algoritmo tem como objetivo encontrar uma base de
dados linearmente separavel e com vizinhos proximos pertencentes a mesma classe, o ponto
que deixaré essa base mais desafiadora que a base de dados facil é o desbalanceamento.
As classes estarao extremamente desbalanceadas, para L2, N1 e N2 o valor de meta sera
de 0,07. Ja para a métrica C2 o valor alvo sera de 0,48.
Os valores alcangados para N2 confirmam a dificuldade em gerar dados que sejam
ao mesmo tempo linearmente separaveis e com vizinhos préoximos de classes diferentes. O
algoritmo foi capaz de gerar a base de dados de dificuldade média, a base de dados gerada
é linearmente separéavel, os pontos proximos sao de classes iguais e como desafio, temos a
base desbalanceada com valor de C'2 = 59 para m = 2 e C'2 = 48 para m = 10.
e Dificil
Para o problema dificil, assim como nas bases onde n = 100 o desafio foi gerar uma
base com um valor alvo mediano para cada uma das medidas. Os valores alvo escolhidos
foram 0,22 para cada. O algoritmo se mostrou muito eficiente ao alcangar essas métricas
achando valores exatamente iguais aos valores alvo, com excecao da N2 onde o algoritmo
foi capaz de encontrar 0,23 para as bases onde m = 2 e 0,24 para os casos onde m = 10.
e Muito Dificil
O objetivo aqui é gerar uma base cadtica, com vizinhos proximos de classes diferentes
nao linearmente separavel e desbalanceada. Para isso, foram colocados valores altos para
os alvos de cada medida de complexidade. Os valores encontrados para essa base quando
m = 2 foram L2 =0.16, N1 = 0.35, N2 = 0.27 e C2 = 0.48. Para a base de dados onde
m = 10 foram encontrados os valores L2 = 0.19, N1 =0.38, N2 =0.27 e C2 = 0.38.
Em todos os testes, as bases onde m = 10 trouxeram maior desafio para o algoritmo
quando o objetivo era o balanceamento, ainda assim ele foi capaz de encontrar bons valores,

em alguns casos, valores tao bons quanto nas bases onde m = 2.
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6.2 Proposta X Abordagem de geracgao aleatdria

Com o intuito de verificar a efetividade do algoritmo genético para encontrar valores
de complexidade especificados pelo usuério, realizamos o experimento inicializando uma
populacao aleatéria a cada geracao, nao fazendo mutagao, cruzamento ou realizando
nenhuma outra operagao. Novos individuos sao gerados aleatoriamente e nos casos onde
eles sejam melhores que os ja presentes na populagao, os mesmos serao mantidos para a
proxima geragao. No final da execugao o melhor resultado seré retornado. A Tabela 7
mostra a diferenga dos resultados encontrados usando algoritmos genéticos e a abordagem

aleatoria.

Tabela 7 — Comparagao da geracao de base de dados usando o a abordagem evolucionaria
e uma abordagem aleatoria.

Abordagem
Probl Valores Alvo Abordagem aleatoéria

roblema evolucionaria

(L2, N1, N2, C2) (L2, N1, N2, C2)
(L2, N1, N2, C2)

Facil (0.07, 0.07, 0.07, 0.07) | (0.07, 0.07, 0.28, 0.07) | (0.06, 0.24, 0.64, 0.29)
Meédio (0.07, 0.07, 0.07, 0,48) | (0.11, 0.07, 0.27, 0.48) | (0.09, 0.23, 0.65, 0.29)
Dificil (0.22, 0.22, 0.22, 0.22) | (0.22, 0.22, 0.23, 0.22) | (0.09, 0.23, 0.65, 0.28)
Muito Dificil | (0.35, 0.35, 0.35, 0.48) | (0.17, 0.35, 0.27, 0.48) | (0.09, 0.23, 0.69, 0.31)

Fonte: O autor

e Facil
Para o problema facil, como ja visto nos testes anteriores, o objetivo é gerar bases
de dados linearmente separaveis, com vizinhos proximos de classes iguais, e com ntimero
de classes balanceado. Para o problema facil, o valor alvo para todas as métricas de
complexidade foi 0.07 para cada uma das métricas, o algoritmo foi capaz de gerar a base
de dados com os valores desejados, exceto para o N2 onde o valor alvo seria 0.07 e o valor
encontrado foi de 0.28.
Na abordagem aleatoria a base com valores mais préoximos dos valores alvo teve
como valores: L2 = 0.06, N1 =0.24, N2 =10.64 e C2 = 0.29.
e Médio

Para o problema médio, os valores alvos para cada uma das métricas sao 0.07,
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exceto para o balanceamento C2 onde o valor alvo é 0.48. A base com valores alvos mais
proximos gerada pela abordagem aleatoéria teve como valores: L2 = 0.09, N1 = 0.23,
N2 =0.65e C2=0.29.
e Dificil
Para o problema dificil, os valores alvos para cada uma das métricas é de 0.22. A
base com valores alvos mais proximos gerada pela abordagem aleatoria teve como valores:
L2=0.09, N1 =0.23, N2=0.65e C2 = 0.28.
e Muito Dificil
Para o problema muito dificil, o objetivo era gerar bases de dados caoticas e os
valores alvos para cada uma das métricas é de 0.35 exceto para o balanceamento onde
o valor alvo foi 0.48. A base com valores alvos mais proximos gerada pela abordagem

aleatoéria teve como valores: L2 = 0.09, N1 =0.23, N2 =0.69 e C2 = 0.31.

6.3 Visualizagao dos dados

O modulo de visualizacao dos dados mostra, de forma grafica, como as diferentes
classes estao distribuidas. Cada nivel de complexidade tem caracteristicas bem marcantes

que podem ser observadas nas Figuras 13, 14, 15 e 16.

6.3.1 Abordagem evolucionaria

A Figura 13 mostra a posi¢ao de cada instancia do conjunto de dados sintéticos
gerado com seus respectivos rotulos, otimizados pelo NSGA-III. Os eixos x e y sao os
valores dos atributos do conjunto de dados. As Figuras 13-a, -b, -c¢ e -d representam uma
das solugoes pertencentes ao Pareto resultante, encontrado pelo NSGA-III, para cada um
dos niveis de problema (ver Tabela 4). Este experimento considera a geracao de conjuntos
de dados com 100 instancias, 2 atributos e ruido 0,1.

A Figura 13-a mostra o conjunto de dados com seus rétulos otimizados para atender
aos objetivos de um conjunto de dados considerado facil. O problema simples é extremo,
onde todos os objetivos precisam ser otimizados para os menores valores de complexidade.
Como as medidas de complexidade L2, N1 e N2 sao conflitantes, minimiza-las ao mesmo

tempo é uma tarefa dificil. Os valores alcancados para cada um dos objetivos foram, L2 =
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Figura 13 — Posigao de cada instancia em bases de dados geradas com diferentes niveis de

complexidade.

0.07, N1 = 0.07, N2 = 0,28 e C2 = 0,07. O algoritmo atingiu um valor préximo ao 6timo

em termos de C2, tornando a base balanceada. Embora o conjunto de dados gerado tenha

um valor baixo de L2, ele nao tem um comportamento separavel completamente linear.

Isso se deve ao equilibrio das classes, dificultando a tarefa de reducgao da sobreposicao de

N1 e principalmente N2.

A Figura 13-b mostra o conjunto de dados com seus rétulos otimizados para atender

aos objetivos do problema médio como exibido na tabela 4. Neste caso, tenta-se otimizar

o valor de C2 = 0.48, aumentando o desequilibrio de base. Os valores alcangados para

cada objetivo do problema médio foram, L2 = 0.11, N1 = 0.07, N2 = 0.27 e C2 = 0.48.

O algoritmo de otimizacao foi capaz de otimizar o valor de C2 ao valor desejado,

desequilibrando a base. O desequilibrio favorece a reducao da sobreposicao, pois hd menos

instancias de uma determinada classe. Por esse motivo, os valores alcancados para cada

um dos outros objetivos foram menores quando comparados ao problema simples, ainda
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assim o fato da base gerada ter um comportamento linear separavel traz dificuldade em
alcancar valores baixos de sobreposicao, principalmente da métrica N2.

A Figura 13-c mostra o conjunto de dados com seus rotulos otimizados para atender
aos objetivos do problema dificil. Neste caso, tenta-se aumentar os valores de medigao,
aumentando a complexidade do conjunto de dados como exibido na tabela 4. Os valores
alcancados pelo algoritmo para cada objetivo do problema dificil foram, L2 = 0.22, N1 =
0.22, N2 = 0.32 e C2 = 0.22.

A Figura 13-d mostra o conjunto de dados com seus rétulos otimizados para atender
aos objetivos do problema muito dificil. Como o problema simples, o problema muito
dificil é extremo, tendo em vista que todos os objetivos precisam ser otimizados para os
mais altos valores de complexidade. Como as medidas de complexidade L2 e N1 e N2
sao conflitantes, otimizar seus valores ao mesmo tempo nao é trivial. Nesse problema, o
objetivo é encontrar uma solucao que se aproxime de L2 = 0,35, N1 = 0,35, N 2 = 0,35
e C2 = 0,48. Porém, devido a natureza conflitante dos objetivos, os valores alcancados
para cada um deles foram, L2 = 0,20, N1 = 0,35, N2 = 0,27 e C2 = 0,35. O resultado
alcangado mostra um conjunto de dados com comportamento caético, com alto indice de
desequilibrio e sobreposicao.

O algoritmo de otimizagao também foi usado para gerar conjuntos de dados com 10
atributos. O objetivo é verificar se ha impacto na otimizagao das medidas de complexidade

quando o niimero de atributos aumenta.
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O mesmo experimento realizado na Figura 13 para conjuntos de dados com 100
instancias, foi utilizado para o conjunto de dados com 2 atributos e 500 instancias aqui
na figura 14, nesse conjunto de dados com mais instancias, é possivel visualizar melhor o
fenomeno da linearidade como pode ser visto nas figuras 14-a e -b.

Figura 14 — Posicao de cada instancia em bases de dados geradas com diferentes niveis de
complexidade, disposi¢ao dos dados em circulos com ruido em 0,1.
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Fonte: O autor.



99

6.3.2 Abordagem aleatoéria

A Figura 15 mostra a posi¢ao de cada instancia do conjunto de dados sintéticos
gerado com seus respectivos rétulos, usando a abordagem aleatoria. Os eixos X e y sao 0s
valores dos atributos do conjunto de dados. As Figuras 15-a, -b, -c¢ e -d representam uma
das solugoes pertencentes ao Pareto resultante, da geragao aleatéria de individuos que
teve como objetivo demonstrar a diferenca de desempenho dessa abordagem comparada a
evolucionaria (ver Tabela 7). Este experimento considera a geragao de conjuntos de dados

com 100 instancias, 2 atributos e ruido 0,1.
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Figura 15 — Posicao de cada instancia em bases de dados geradas de forma aleatoria.

A Figura 16 retrata o mesmo experimento da figura anterior, mudando o ntimero
de instancias de 100 para 500. As Figuras 16-a, -b, -c e -d representam uma das solugoes
pertencentes ao Pareto resultante, da geragao aleatoria de individuos que teve como objetivo

demonstrar a diferenga de desempenho dessa abordagem comparada a evolucionaria (ver
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Tabela 7). Este experimento considera a geracao de conjuntos de dados com 500 insténcias,

2 atributos e ruido 0,1.
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Figura 16 — Posicao de cada instancia em bases de dados geradas de forma aleatoria.

Podemos observar nessas figuras o quao cadtico é cada uma das bases de dados

geradas de modo aleatorio independentemente de qual seja o valor a ser alcancado.

6.4 Analise do Desempenho dos Classificadores

Para complementar a analise anterior, classificadores foram executados, com seus

parametros padrao, nos conjuntos de dados gerados de forma aleatéria e nos conjuntos de

dados gerados usando a abordagem evolucionaria.
Na Figura 17 foram usados os conjuntos de dados com 100 instancias, 2 atributos
e 2 classes, a figura mostra a acuracia média alcangada (eixo x) para cada classificador

em diferentes niveis de problemas (eixo y). A acuracia dos classificadores foi calculada
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por meio do experimento de validagdo cruzada (cv = 10), sendo realizada 100 vezes para
calculo da média e desvio padrao. O comportamento dos classificadores Decision Tree e
Random Forest (figuras 17-c e 17-d) apresentou um padrao. Conforme a complexidade do
problema aumentava, a acuracia alcangada por esses classificadores também diminuia. Isso
mostra a influéncia que as medidas de complexidade escolhidas tém sobre o desempenho
desses classificadores e pode ajudar na estimativa de sua acuracia.

Figura 17 — Comparacao da acuracia obtida usando os classificadores SVM, Naive Bayes,

Random Forest, e Decision Tree usando as bases de dados geradas com 100
instancias e 2 atributos para cada nivel de problema.
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Fonte: O autor.

Os algoritmos SVM e Naive Bayes (figuras 17-a e 17-b) se comportaram de maneira
diferente dos outros dois algoritmos para o problema classificado como dificil. Esses
algoritmos sao muito sensiveis a linearidade, os valores alcancados para linearidade para o
problema dificil foi L2 = 0.22 e para o problema muito dificil foi L2 = 0.17, entao, com
relagao a linearidade (L2) o problema muito dificil é mais simples que o problema dificil e
isso explica o comportamento do gréafico na figura.

Na Figura 18 foram usados os conjuntos de dados com 100 instancias, 2 atributos

e 2 classes, ela mostra a revocagao média alcangada (eixo x) para cada classificador em
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diferentes niveis de problemas (eixo y). Um valor alto para a métrica de revocagao indica
que classes que deveriam ser marcadas como verdadeiras foram classificadas corretamente,
a revocacao dos classificadores foi calculada por meio do experimento de validagao cruzada
(cv = 10), sendo realizada 100 vezes para calculo da média e desvio padrao. Os valores
diferentes para cada cenédrio mostram a influéncia que as medidas de complexidade
escolhidas tém sobre o desempenho desses classificadores e pode ajudar na estimativa de

seu desempenho.

Figura 18 — Comparagao da revocagao obtida usando os classificadores SVM, Naive
Bayes, Random Forest, e Decision Tree usando as bases de dados geradas
com 100 instancias e 2 atributos para cada nivel de problema.
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Fonte: O autor.

Na Figura 19 também foram usados os conjuntos de dados com 100 instancias, 2
atributos e 2 classes, ela mostra a precisao média alcancada (eixo x) para cada classificador
em diferentes niveis de problemas (eixo y). Essa métrica verifica, dentre as classificagoes
positivas, quantas estao corretas. A precisao dos classificadores foi calculada por meio do
experimento de validagao cruzada (cv = 10), sendo realizada 100 vezes para célculo da
média e desvio padrao. Um comportamento interessante pode ser observado no classificador

Random Forest, que apensar de ter como resultado um valor alto de revocacgao, teve um
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valor relativamente baixo de precisao mostrando que muitas das métricas classificadas

como positivo foram classificadas de modo errado, uma caracteristica de problemas

desbalanceados.

Figura 19 — Comparacgao da precisao obtida usando os classificadores SVM, Naive Bayes,
Random Forest, e Decision Tree usando as bases de dados geradas com 100
instancias e 2 atributos para cada nivel de problema
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Fonte: O autor.

Na Figura 20 foram usados os conjuntos de dados com 100 instancias, 2 atributos e
2 classes, ela mostra a medida F1 alcangada (eixo x) para cada classificador em diferentes
niveis de problemas (eixo y). A medida F1 dos classificadores foi calculada por meio do
experimento de validagao cruzada (cv = 10), sendo realizada 100 vezes para célculo da
média e desvio padrao.

A medida F1 mede a média entre precisao e revocagao, a Figura 20-b mostra
o resultado do algoritmo Naive Bayes, um fato interessante é que para o problema
desbalanceado "Muito Dificil"houve um overtrainig de resultados positivos, observamos
um padrao no comportamento dos classificadores Decision Tree e SVM (figuras 20-a e
20-d).

A base de dados "Muito dificil"teve um desempenho melhor da métrica medida F1
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que a base de dados "Dificil"para os algoritmos Random Forest e Naive Bayes, o resultado
mostra que esses algoritmos sao menos sensiveis a métricas de vizinhanca.
Figura 20 — Comparacao da medida F1 obtida usando os classificadores SVM, Naive

Bayes, Random Forest, e Decision Tree usando as bases de dados geradas
com 100 instancias e 2 atributos para cada nivel de problema.
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Fonte: O autor.

Na Figura 21 foram usados os conjuntos de dados com 100 instancias, 10 atributos
e 2 classes. Ela mostra a acuracia medida alcancada (eixo x) para cada classificador em
diferentes niveis de problemas (eixo y). A acuracia dos classificadores foi calculada por
meio do experimento de valida¢ao cruzada (cv = 10), sendo realizada 500 vezes para
calculo da medida e desvio padrao.

Nesse exemplo, diferente do resultado encontrado nas Figuras 17-a e 17-b, temos um
padrao para todos os classificadores. Conforme a complexidade do problema aumentava, a
acuracia alcancada por esses classificadores também diminuia. Isso mostra que o nimero de
atributos influencia diretamente em métricas de complexidade que levam em consideracao
a posicao de pontos vizinhos como N1 e N2. Nessas métricas, como citado no Capitulo 2,
sao verificados vizinhos proximos marcados com classes diferentes. Quanto mais atributos

tém uma base de dados, mais pontos teremos e consequentemente, mais relevante serao as
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Figura 21 — Comparacao da acuracia obtida usando os classificadores SVM, Naive Bayes,
Random Forest, e Decision Tree usando as bases de dados geradas com 100
instancias e 10 atributos para cada nivel de problema.
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Fonte: O autor.

métricas de vizinhanca.

Na Figura 22 foram usados os conjuntos de dados com 500 instancias, 2 atributos
e 2 classes, ela mostra a acuracia média alcangada (eixo x) para cada classificador em
diferentes niveis de problemas (eixo y). A acuracia dos classificadores foi calculada por
meio do experimento de valida¢ao cruzada (cv = 10), sendo realizada 500 vezes para
calculo da média e desvio padrao.

Nesse exemplo, diferente do resultado encontrado nas figuras 17-a e 17-b, temos um
padrao para todos os classificadores. Conforme a complexidade do problema aumentava, a
acuracia alcancada por esses classificadores também diminuia. Isso mostra que o nimero de
atributos influencia diretamente em métricas de complexidade que levam em consideracao
a posicao de pontos vizinhos como N1 e N2, nessas métricas como citado no capitulo 2,
sao verificados vizinhos proximos marcados com classes diferentes e quanto mais atributos
tém uma base de dados, mais pontos teremos e consequentemente, mais relevante sera

essa métrica de complexidade.
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Figura 22 — Comparagao da acuracia obtida usando os classificadores SVM, Naive Bayes,
Random Forest, e Decision Tree usando as bases de dados geradas com 500
instancias e 10 atributos para cada nivel de problema.
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7 Conclusao

Os algoritmos de aprendizado de maquina sao comumente avaliados por meio de
avaliacao empirica em dados do mundo real. Porém, as vezes nao ha dados previamente
rotulados acessiveis. Os conjuntos de dados sintéticos tém ganhado reconhecimento, como
uma alternativa para avaliacao eficiente do classificador, porque estao disponiveis e sao
altamente parametrizaveis para uma determinada tarefa de aprendizagem.

A caracterizacao de tais conjuntos de dados pode ser feita empregando descritores no
objeto de aprendizagem em questao. Por exemplo, medidas de complexidade, que extraem
caracteristicas estatisticas e geométricas dos conjuntos de dados, para um determinado
problema de classificacao, para avaliar sua complexidade. Essas medidas de complexidade
podem ser usadas para orientar a criacao de conjuntos de dados sintéticos. O presente
trabalho propos o uso de um algoritmo de miltiplos objetivos para a geracao de dados
sintéticos considerando quatro medidas de complexidade que foram otimizadas ao mesmo
tempo. Os resultados alcangados foram muito promissores, o algoritmo foi capaz de
encontrar valores proximos dos 6timos para a maioria dos conjuntos de dados gerados.

Além disso, alguns algoritmos de classificagao foram utilizados para testar as bases
de dados sintéticas geradas. Os resultados foram analisados confirmando assim a eficicia
do algoritmo genético de muitos objetivos na geracao dessas bases de dados baseadas em
miultiplas complexidades.

Os resultados demonstram que o problema é desafiador e a proposta é capaz de
otimizar objetivos conflitantes, gerando conjuntos de dados de complexidades especificas.

Os experimentos realizados mostraram o potencial da proposta.
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8 Consideracoes Finais

8.1 Contribuigoes

As principais contribuigoes deste trabalho sao: i) uso de um algoritmo de otimizagao
de muitos objetivos (MaOA) para gerar dados sintéticos; ii) proposi¢ao de um setup
experimental para o uso de tais algoritmos para o problema de geracao de dados baseado
na complexidade; iii) a proposta de uma ferramenta de geragao de conjunto de dados

baseados em complexidade descrita na secao abaixo:

8.2 CbDGEN

Como contribuicao desse trabalho, em FRANCA et al., 2020 foi proposta uma
ferramenta para geracao de bases de dados sintéticas totalmente parametrizavel. A
ferramenta CbDGEN (Complexity Based Dataset Generator) é composta por um sistema
de algoritmos evolucionarios Many-objetive, Multi-objetive e algoritmos mono objetivos de
modo que o usuario pode escolher quais e quantas medidas de complexidade ele pretende
otimizar e de acordo com sua escolha, o sistema escolhe entre os algoritmos presentes, qual
o mais apropriado.

A Figura 23 mostra as telas de configuracao da ferramenta.

Figura 23 — Telas para fornecimento de informagoes para a geracao de bases sintéticas.
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Fonte: FRANCA et al., 2020.

A tela da esquerda recebe dados descritivos, quantidade de instancias, quantidade

de classes, quantidade de atributos e o tipo dos atributos. Apo6s preencher esses dados o
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usuério ira avangar para a proxima tela (centro) onde o usuario escolhe a distribui¢ao e o

valor de ruido. Ele pode escolher entre uma das distribui¢oes ou nao escolher nenhuma e

deixar a distribuicao de pontos aleatéria. Na tela da direita, o usuario especifica quais

complexidades deseja considerar e seus respectivos niveis. Ele pode escolher mais de uma

medida de complexidade a depender da sua necessidade.

8.3

Artigos Aceitos

Abaixo sao mostrados alguns artigos aceitos para publicagoes em conferéncias e

periddicos, frutos deste trabalho de dissertacao.

8.4

e Franca, T. R.; Miranda, P. B. C.; Prudéncio, R. B. C.; Lorenaz, A. C.; Nascimento,

A.C. A. A many-objective optimization approach for complexity-based data set
generation. In:2020 IEEE Congress on Evolutionary Computation (CEC). [S.1.: s.n.],
2020.p. 1-8.

FRANCA, T.; MIRANDA, P.; PRUDENCIO, R.; NASCIMENTO, A. Chdgen: Uma
ferramenta de geracao de dados sintéticos baseada na complexidade. In: SBC. Anais
do XVII Encontro Nacional de Inteligéncia Artificial e Computacional. [S.1.],2020. p.
128-139.

Limitacoes e Trabalhos Futuros

Alguns aspectos do trabalho podem ser melhorados no futuro.

H&a uma limitacao de desempenho onde o aumento de exemplos deixa o problema
muito complexo de modo a exigir computadores de alto desempenho. Pretende-se
criar mecanismos que favorecam o paralelismo da abordagem.

Existem desafios com relagao as métricas que podem ser otimizadas juntas. Como
trabalho futuro pretende-se fazer um estudo de quais métricas sao interessantes
de serem otimizadas ao mesmo tempo, e quais combinacoes sao mais influentes no
desempenho dos classificadores.

Pretende-se avaliar diferentes algoritmos de otimizacao de muitos objetivos para a
geracao de conjuntos de dados; otimizar outras medidas de complexidade diferentes

e investigar seu impacto na busca de solugoes; avaliar a possibilidade de gerar dados
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sintéticos baseados em medidas de complexidades extraidas de dados reais; e gerar
conjuntos de dados sintéticos com um maior nimero de classes e exemplos.

e Por fim, pretende-se construir uma meta-base para apoiar a recomendacgao de
classificadores adequados para problemas de classificagao com caracteristicas

especificas de complexidade.
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